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A¢IKLANABĶLĶR YAPAY ZEKA Y¥NTEMLERĶ ĶLE TOPRAK 

TUZLULUĴU HARĶTALARININ ¦RETĶLMESĶ 

ÖZET 

 

Toprak ­ok ºnemli bir doĵal kaynak olmanēn yanē sēra yaĸadēĵēmēz ekosistemin 

deĵiĸmez bir par­asēdēr. Her doĵal kaynak gibi toprakta t¿ketimi ve kullanēmē 

konusunda dikkat edilmesi gereken bir kaynaktēr. Toprak ºzellikle tarēmsal faaliyetler 

için vazgeçilmez bir konumdadēr. Ancak tarēmsal faaliyetlerde aĸērē sulama, yer altē 

sularēnēn fazla kullanēmē, iklim deĵiĸikliĵi, tozla taĸēnma gibi sebepler y¿z¿nden 

tuzlanmalar meydana gelmektedir. Bu tuzlanma durumu toprak tuzluluĵu olarak 

incelenmektedir.  

Toprak tuzluluĵu bir­ok nedenden dolayē meydana gelse de insani faaliyetler topraĵēn 

bu tuzlanma s¿recini hēzlandērmaktadēr. ¥zellikle de iklim deĵiĸikliĵinin son yēllarda 

etkisinin artmasē ile birlikte toprak tuzluluĵu problemi k¿resel bir boyuta ulaĸmēĸtēr. 

Bu problemin k¿resel ºl­ekte anlamak i­in Birleĸmiĸ Milletler Gēda ve Tarēm 

¥rg¿t¿n¿n yaptēĵē araĸtērmalar incelenebilir. ¥rg¿te gºre d¿nya ¿zerinde 397 milyon 

hektar alan tuzlu topraklar ile kaplēdēr. Bu alanlarēn artmasē ise d¿nyayē gēda krizi, 

ekonomik kriz gibi sēkēntēlara sokacaĵē ºngºr¿lmektedir. 

Toprak tuzluluĵu ile m¿cadelede izleme ve tespit etme m¿dahale kadar ºnemlidir. 

Doĵru alanlara erken teĸhis ile gerekli d¿zenlemeler ile toprak tuzluluĵunun artmasē 

ºnlenebilir. Toprak tuzluluĵunun tespitinde uzaktan algēlama sistemleri sēklēkla 

kullanēlmaktadēr. ¥zellikle optik sistemler topraĵēn spektral yansētēm deĵerlerini 

inceleyerek tuzluluk seviyesi hakkēnda bilgi verebilirler. 

Makine ºĵrenme algoritmalarē ­evre problemlerinin modellenmesi i­in literat¿rde 

sēklēkla kullanēlmaktadēr. ¥zellikle rastgele orman, destek vektºr makineleri gibi 

pop¿ler yºntemler toprak tuzluluĵu tespiti i­inde kullanēlmaktadēr. Bu ­alēĸma 

kapsamēnda rastgele orman yºntemine ek olarak XGBoost algoritmasē da 

kullanēlmēĸtēr. 

Toprak tuzluluĵunu se­ilen iki ­alēĸma alanēnda incelemek için yersel toprak örnekleri 

ile mek©nsal ve zamansal olarak eĸleĸen Landsat 8 uydu gºr¿nt¿leri kullanēlmēĸtēr. 

Batē Urmiye Playasē i­in 2018 yēlēnda son bahar mevsiminde 71 adet toprak ºrneĵi 

toplanmēĸken, Bonab bºlgesi i­in ise 74 adet toprak ºrneĵi 2014 yēlēnda son bahar 

mevsiminde toplanmēĸtēr. Batē Urmiye Playasēnda toprak ºrnekleri 1:2.5 

s¿spansiyonda hazērlanan sol¿syonlar ile elektriksel iletkenlikleri laboratuvar 

ortamēnda ºl­¿lm¿ĸt¿r. Bonab bºlgesi i­in ise iletkenlikler doĵrudan Jenway 4510 

iletkenlik ºl­er ile ºl­¿lm¿ĸt¿r.  

Toprak tuzluluk ºrnekleri tuzluluk seviyelerine gºre eĸit olarak daĵēlēma sahip 

olmadēklarē i­in veri ­eĸitlendirme yºntemleri kullanēlmēĸtēr. Bu yºntemler ise rastgele 

aĸērē ºrnekleme ve sentetik azēnlēk aĸērē ºrnekleme tekniĵi kullanēlmēĸtēr. Makine 

ºĵrenme problemlerinde olan veri dengesizliĵi bu ĸekilde giderilmesi ama­lanmēĸtēr. 
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Google Earth Engine (GEE) sunduĵu petabaytlarca analize hazēr mek©nsal veri ve 

hesaplama gücü ile kullanēcēlarēna b¿y¿k verileri hēzlēca analiz edip gºrselleĸtirmesini 

saĵlar. Bu ­alēĸma kapsamēnda GEE uydu gºr¿nt¿lerinin iĸlenmesi, makine ºĵrenme 

modeli için özelliklerin ¿retimi ve analizi i­in kullanēlmēĸtēr. 

Toprak tuzluluĵunu modellemek i­in SCORPAN form¿l¿ baz alēnarak özellikler 

tanēmlanmēĸtēr. Bu deĵiĸkenler topraĵēn parametrelerini, iklimini, bitki ºrt¿s¿n¿, 

litolojisi vb. modellemek i­in kullanēlēr. Toplamda 26 adet özellik oluĸturulmuĸtur. 

Geliĸtirilen modelleri a­ēklayabilmek i­in a­ēklanabilir yapay zekâ yöntemlerinden 

olan SHAP yºntemi tercih edilmiĸtir. Modelden baĵēmsēz olarak sonu­larē 

a­ēklayabilmesi yºntemi ºne ­ēkarmaktadēr. Yºntem ile modelleri a­ēklarken 3 temel 

baĸlēk ¿zerinde durulmuĸtur. Bunlar sērasēyla özelliklerin modele olan mutlak 

katkēlarē, özelliklerin deĵerlerine gºre modele katkēsēnēn hangi yºnde olduĵu ve test 

ºrnekleri bazēnda deĵiĸkenlerin modele katkēlarē incelenmiĸtir. 

¢alēĸmanēn bulgularē yani toprak tuzluluk haritalarē 6 farklē kombinasyona gºre 

¿retildi, doĵruluk analizi yapēldē ve a­ēklandē. Bu kombinasyon 2 farklē makine 

ºĵrenme algoritmasēnēn ve 3 farklē veri ­eĸitlendirme yºnteminden ileri gelmektedir. 

Doĵruluk analizi sonu­larēna gºre Batē Urmiye Playasēnda XGBoost yºntemi rastgele 

aĸērē ºrnekleme metodu ile birlikte en iyi sonuca ulaĸmēĸtēr. RĮ deĵeri olarak 0.76 

deĵerine ve RMSE olarak 16.60 deĵerine ulaĸmēĸtēr. Bonab bºlgesi i­in ise yine 

XGBoost yöntemi bu kez SMOTE aĸērē ºrnekleme yºntemi ile en y¿ksek doĵruluĵa 

ulaĸmēĸtēr. RĮ deĵeri olarak 0.83ôe ulaĸērken RMSE deĵeri olarak ise 12.29 olmuĸtur. 

Gºrsel a­ēdan haritalar yorumlandēĵēnda ise, XGBoost algoritmasēnēn Batē Urmiye 

Playasēnda ºne ­ēktēĵē gºr¿l¿rken, Bonab bºlgesinde rastgele orman algoritmasē daha 

iyi sonuçlar vermektedir. Özellikle Bonab bölgesinde bulunan tuz yapēlarēnē rastgele 

orman kolaylēkla ayērt edebilmesi ile ºne ­ēkmēĸtēr. 

A­ēklanabilir yapay zekâ i­in yapēlan SHAP analizleri incelendiĵinde ise, Batē Urmiye 

Playasē i­in ENDVI, NDVI, EVI gibi bitki indislerinin daha ­ok katkē verdiĵi 

görülm¿ĸt¿r. Bu alanda yapēlan ºnceki ­alēĸmaya benzer olarak CRSI indisinde yine 

y¿ksek katkē verdiĵi gºr¿lm¿ĸt¿r. Bonab bºlgesi i­in ise Landsat 8 uydu gºr¿nt¿s¿n¿n 

kendi bantlarēndan olan mavi ve yeĸil bantlarēn modele en ­ok katkē veren deĵiĸkenler 

olduĵu gºze ­arpmaktadēr. Bitki indisleri Batē Urmiye Playasēôndaki kadar katkē 

vermemiĸtir. 

Batē Urmiye Playasē i­in SHAP deĵerleri gºz ºn¿ne alēndēĵēnda bitki ºrt¿s¿n¿ 

gºsteren indislerin artmasē tuzluluĵu azaltērken, NDWI indisi arttēk­a tuzluluĵun 

arttēĵēnē gºstermektedir. Bonab bºlgesindeki SHAP deĵerleri incelendiĵinde ise parlak 

tuz yapēlarēnēn gºr¿n¿r bºlge bantlarēnēn yansētēmēnē arttērdēĵē ve parlaklēk ile doĵru 

bir orantēya sahip olduĵu gºr¿lm¿ĸt¿r. Test ºrneklerinde de yukarēdaki sonu­larē 

doĵrulamak m¿mkündür. 

Sonu­ olarak toprak tuzluluĵu makine ºĵrenme algoritmalarē ile tespit edilebildiĵi, bu 

algoritmalarēn ise veri ­eĸitleme yºntemleri kullanēlarak doĵruluklarēnēn 

arttērēlabildiĵi a­ēktēr. Aynē ĸekilde SHAP deĵerleri bu makine ºĵrenme 

algoritmalarēnē a­ēklayarak hangi parametrenin toprak tuzluluĵunu belirlemede nasēl 

bir katkē sunduĵu genel ve ºrnek bazēnda a­ēklayabilmiĸtir. Birleĸmiĸ Milletlerin 2030 

Yēlē S¿rd¿r¿lebilir Kalkēnma Hedefleri kapsamēnda gēda g¿venliĵi, su kullanēmē ve 

sürdürülebilir ekosistemler ­er­evesinde toprak tuzluluĵu ºnemli bir yer iĸgal 

etmektedir. ¥zellikle de gēda ile olan iliĸkisi nedeniyle toprak tuzluluĵu yakēn gºzlem 

altēnda tutulmalē ve karar vericilere destek olunarak ¿stesinden gelinmelidir. 
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Gelecekteki toprak tuzluluĵu ­alēĸmalarē i­in farklē uydu sistemleri, daha y¿ksek 

mek©nsal ­ºz¿n¿rl¿kl¿ uydular, klasik makine ºĵrenme yºntemleri yerine derin 

ºĵrenme yºntemleri kullanēlabilir. T¿rkiye ¿zerinde de hali hazērda bu problemin baĸ 

gºsterdiĵi bir alan yeni bir ­alēĸma i­in se­ilebilir. Optik uydular yeni radar uydularē 

da yine kullanēlmak i­in ºnerilebilir.  
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SOIL SALINITY MAPPING USING EXPLAINABLE ARTIFICIAL 

INTELLIGENCE METHODS  

SUMMARY  

Soil is a very important natural resource and a permanent part of the ecosystem we live 

in. Like every natural resource, soil is a resource that needs attention in terms of its 

consumption and use. Soil is especially indispensable for agricultural activities. 

Healthy soil is important for many reasons such as vegetation growth, food supply 

chain, and water filtration. In addition to that, healthy soil is more resilient to flood, 

drought, and fire events. Especially, it will also regulate climate because of consist 

carbon inside. However, salinization occurs due to reasons such as excessive irrigation 

in agricultural activities, excessive use of groundwater, climate change, dust 

transportation. This salinization situation is examined as soil salinity.  

Although soil salinity occurs for many reasons, human activities accelerate this process 

of soil salinization. Especially with the increasing impact of climate change in recent 

years, the problem of soil salinity has reached a global dimension. In order to 

understand this problem on a global scale, the research conducted by the Food and 

Agriculture Organization of the United Nations can be examined. According to the 

organization, 397 million hectares of land in the world are covered with saline soils. If 

these areas increase, it is predicted that the world will face problems such as food crisis 

and economic crisis. 

Monitoring and detection are as important as prevention in the fight against soil 

salinity. Increasing soil salinity can be prevented by early diagnosis and necessary 

arrangements in the right areas. Remote sensing systems are frequently used in the 

detection of soil salinity. Especially optical systems can provide information about the 

salinity level by examining the spectral reflectance values of the soil. 

Machine learning algorithms are frequently used in the literature for modeling 

environmental problems. Especially popular methods such as random forest and 

support vector machines are used in soil salinity detection. In this study, in addition to 

the random forest method, the extreme gradient boosting (XGBoost) algorithm was 

also used. 

Landsat 8 satellite imagery, spatially and temporally matched with situ soil samples, 

was used to determine soil salinity in the two selected study areas. For West Playas 

Urmia, 71 soil samples were collected in 2018, while 74 soil samples were collected 

for Bonab region in 2014. In West Playas Urmia, the electrical conductivity of the soil 

samples was measured in the laboratory using solutions prepared in 1:2.5 suspension. 

For the Bonab region, conductivities were measured directly with a Jenway 4510 

conductivity meter. 

Since soil salinity samples were not evenly distributed according to salinity levels, 

oversampling methods were used. These methods are random oversampling (ROS) 
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and Synthetic Minority Oversampling Technique (SMOTE). In this way, it is aimed to 

overcome the data imbalance in machine learning problems. 

Google Earth Engine (GEE) offers petabytes of analysis-ready spatial data and 

computational power, allowing users to quickly analyze and visualize big geo-spatial 

data. In this study, GEE was used for processing satellite imagery, generating and 

analyzing environmental covariates. 

To model soil salinity, environmental covariates are defined based on the SCORPAN 

formula. These variables are used to model soil parameters, climate, vegetation, 

lithology, etc. In total, 26 environmental covariates were created. 

In order to explain the models developed, SHAP method, which is one of the 

explainable machine learning methods, was preferred. Its ability to explain the results 

independently of the model makes the method stand out. While explaining the models 

with the method, 3 main topics were emphasized. These are, the absolute contribution 

of environmental covariates to the model, the direction in which environmental 

covariates contribute to the model according to their values, and the contribution of 

variables to the model on the basis of test samples, respectively. 

The findings of the study, namely soil salinity maps, were produced, accuracy 

analyzed and explained according to 6 different combinations of analysis. These 

combinations come from 2 different machine learning algorithms and 3 different 

oversampling methods. According to the results of the accuracy analysis, the XGBoost 

method together with the random oversampling method achieved the best result in the 

West Playas Urmia. The R² value is 0.76 and the RMSE is 16.60. For the Bonab region, 

the XGBoost method again achieved the highest accuracy, this time with the SMOTE 

oversampling method. The R² value reached 0.83 and the RMSE value was 12.29. 

When the maps are interpreted visually, it is seen that the XGBoost algorithm gives 

better results in the West Playas Urmia, while the random forest algorithm gives better 

results in the Bonab region. Especially in the Bonab region, the random forest stands 

out with its ability to easily distinguish the salt structures. 

When SHAP analyses for explainable machine learning were analyzed, it was seen 

that plant indices such as ENDVI, NDVI, EVI contributed more for the West Playas 

Urmia. Similar to the previous study conducted in this area, it was observed that the 

CRSI index also made a high contribution. For the Bonab region, the blue and green 

bands, which are the bands of Landsat 8 satellite image, are the variables that 

contribute the most to the model. Vegetation indices did not contribute as much as in 

the other study area. 

Considering the SHAP values for the West Playas Urmia, the increase in the indices 

indicating vegetation cover decreases the salinity, while the increase in the NDWI 

index increases the salinity. When the SHAP values in the Bonab region are analyzed, 

it is seen that the bright salt-crust structures increase the reflection of the visible region 

bands and have a direct proportion with brightness. It is possible to confirm the above 

results in the test samples. 

As a result, we explained that soil salinity can be detected by machine learning 

algorithms and that the accuracy of these algorithms can be increased by using 

oversampling methods. Likewise, by explaining these machine learning algorithms, 

SHAP values were able to explain which parameter contributes to the determination 

of soil salinity on a general and example basis. Soil salinity occupies an important 

place within the framework of food security, water use and sustainable ecosystems 
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within the United Nations Sustainable Development Goals. Soil salinity should be kept 

under close observation, especially because of its relationship with food production 

and security, and should be tackled by supporting decision-makers. 

For future soil salinity studies, different satellite systems, satellites with higher spatial 

resolution, deep learning methods instead of classical machine learning methods can 

be used. An area in Türkiye where this problem already exists could be selected for a 

new study. Optical satellites and new radar satellites can also be proposed for use. 
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1.  GĶRĶķ 

Toprak ­ok ºnemli bir doĵal kaynak olmanēn yanē sēra mikro ºl­ekten makro düzeye 

geniĸ biyo ­eĸitliliĵe sahip habitatlara ortam olmaktadēr. Toprak altē ve ¿zerinde birçok 

ekosistemde canlēlar bulunmaktadēr. Burada bulunan canlē yaĸam için su önemli bir 

rol oynamaktadēr. Topraĵēn su i­eriĵi toprak ¿zerinde ve i­inde yaĸayan canlēlarē 

doĵrudan etkilese de dolaylē olarak insanlarē da etkiler (Brevik ve diĵ., 2015). Saĵlēklē 

toprak; bitki geliĸimi, insanlarēn besin ihtiyacēnēn karĸēlanmasē ve suyun filtrasyonu 

a­ēsēndan son derece ºnemlidir. Ayrēca saĵlēklē toprak koĸullarēnēn olmasē sel, kuraklēk 

ve yangēn gibi afetlere karĸē arazinin daha diren­li olmasēnē destekler ve b¿nyesinde 

barēndērdēĵē karbon ile iklimin d¿zenlenmesinde rol oynar. Topraklarēn ve biyo 

­eĸitliliĵin korunmasē son derece ºnemlidir. Fakat, doĵal ya da insan kaynaklē 

nedenlerle topraklarda bozulmalar veya kºkl¿ deĵiĸimler meydana gelmektedir. 

¥zellikle tarēm i­in kullanēlan topraklarda, ekim ve sulama davranēĸlarēnēn kontroll¿ 

yönetilmemesi sonucunda, toprak yapēsēnda, aĵērlēklē olarak insan kaynaklē, 

deĵiĸmeler meydana gelmektedir. Bu deĵiĸmelerden birisi de toprak tuzluluĵudur 

(Stavi ve diĵ., 2021). Tuzlu topraklar halomorfik topraklar altēnda incelenmektedir. 

Solonçaklar olarak da ifade edilen bu topraklar eĵer kabarēk ise b¿nyesinde %20 ï 60 

arasēnda Na3SO4H2O i­erir. Bu gibi alanlarda tuzlar y¿zeyde birikerek nem ile ĸiĸer 

ve k¿melenmeler oluĸur. Dahili solon­aklar ise y¿zeyden yēkanan tuzun belirli 

derinliklerde birikmesi ile oluĸmaktadērlar. Alkali ve tuzlu alkali olarak da ifade edilen 

sodyum tuzlarēnē i­eren topraklarda bu kapsamda incelenmektedir (Atalay, 2006). 

Toprak tuzluluĵu insan kaynaklē faktörler nedeniyle oluĸabilirken aynē zamanda da 

doĵal faktºrlerden dolayē da ger­ekleĸebilmektedir. Doĵal nedenlerden dolayē 

zamanla toprak tuzluluĵu artsa da; tarēmsal faaliyetler ve sulama aktiviteleri gibi insan 

kaynaklē faktºrler bu s¿reci hēzlandērēr. ¥zellikle kurak arazileri toprak tuzluluĵu daha 

çok etkiler. Son yēllarda, iklim deĵiĸikliĵi nedeniyle sēklaĸan kuraklēk olaylarē ise bu 

sorunu k¿resel ºl­eĵe taĸēmaktadēr. Küresel ölçekte toprak tuzluluĵunun daĵēlēmē 

ķekil 1.1ôde gºsterilmiĸtir. (Stavi ve diĵ., 2021). Kurak ve yarē-kurak iklim 

bºlgelerinde bulunan alanlar toprak tuzluluĵu probleminden daha ­ok etkilenmektedir. 
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ķekil 1.1 : Toprak tuzluluĵunun dünya yüzeyinde daĵēlēmē (Stavi ve diĵ., 2021). 

Birleĸmiĸ Milletler Gēda ve Tarēm Örgütü (Food and Agriculture Organization of the 

United Nations, FAO) dünya üzerindeki topraklarēn %3ô¿n ¿st tabakasēnēn, %6ôsēnēn 

ise alt tabaklarēnēn tuzluluktan etkilendiĵini belirtmektedir (Url-1). Tuzlu topraklarēn 

artmasē, ºzellikle de tarēm alanlarēndaki topraklarēn tuzlanmasē b¿y¿k ekonomik 

kayēplara neden olmaktadēr. ¥rneĵin Ummanôda yapēlan bir ­alēĸmaya gºre az tuzlu 

topraklarēn orta tuzlu seviyeye gelmesi 28% oranēnda tarēmsal geliri d¿ĸ¿r¿rken, az 

tuzlu topraklarēn ­ok tuzlu toprak seviyesine gelmesi ise tarēmsal geliri 76% oranēnda 

d¿ĸ¿rd¿ĵ¿ tespit edilmiĸtir. Toprak tuzluluĵunun ĸiddeti arttēk­a, bitkilerin verimi 

d¿ĸmekte belirli bir seviyeden sonra bitkiler canlēlēĵēnē kaybetmektedir. Toprak 

tuzluluĵu topraĵēn yapēsēna, hidrolojik, iklim, tarēmsal, sosyal ve ekonomik dengelere 

baĵlē olan dinamik bir problemdir (Allbed ve Kumar, 2013; Gorji ve diĵ., 2020; Aksoy 

ve diĵ., 2022). 

Toprak tuzluluĵunu uzaktan algēlama ile tespit etmek i­in ºncelikle tuzlu topraĵēn 

özelliklerini belirlenmelidir. Tuzlu topraklar ¿zerindeki tuz yapēlarē, bitki ºrt¿s¿n¿n 

azlēĵē ve tuza dayanēklē bitkilerin varlēĵē gibi ºzellikler ile göze çarparlar (Allbed ve 

Kumar, 2013). Günümüzde uzaktan algēlama teknolojilerinde ger­ekleĸen geliĸmeler 

bºlgesel ve k¿resel ºl­ekte toprak tuzluluĵunun belirlenmesinde ºnemli bir rol 

oynamēĸtēr. Landsat 8, Sentinel 2 gibi uydular yüksek mekânsal, spektral ve zamansal 

çözünürlüklerinin saĵladēĵē avantajlar ve ¿cretsiz eriĸilebiliyor olmalarē nedeni ile, 

sēklēkla bu problemin tespitinde ve izlenmesinde kullanēlmaktadēr. Uzaktan algēlama 

verilerine ek olarak arazide yapēlmēĸ yersel tuzluluk ºl­¿mleri de doĵru modeller 
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geliĸtirmek i­in ºnemlidir. Toprak ºrnekleri ile uydu gºr¿nt¿leri arasēnda oluĸturulan 

regresyon ve sēnēflandērma modelleri i­in istatistiksel ve makine ºĵrenmesi modelleri 

de sēklēkla kullanēlmaktadēr (Gorji ve diĵ., 2020; J. Wang ve diĵ., 2021; Aksoy ve diĵ., 

2022). 

Literat¿rde farklē modelleme teknikleri olmasēna karĸēn; özellikle son yēllarda, 

performans ve doĵruluklarē istinaden makine ºĵrenme modelleri ºne ­ēkmaktadēr. 

¥zellikle yapay sinir aĵlarē (Artificial Neural Networks, ANN), rastgele orman 

(Random Forest, RF), ve destek vektör makineleri (Support Vector Machines, SVM) 

yºntemleri toprak tuzluluĵu probleminin incelenmesinde yaygēn olarak kullanēlmaya 

baĸlanmēĸtēr. Rastgele orman algoritmasē ºzellikle büyük veri setlerinde, çok fazla 

deĵiĸkeni efektif olarak kullanabildiĵi i­in tercih sebebi olmaktadēr (Yildirim, 2021; 

Kabiraj ve diĵ., 2022). Makine ºĵrenme algoritmalarēnēn ek olarak derin ºĵrenme 

yºntemleri de toprak tuzluluĵu konusunda kullanēlmaya baĸlanmēĸtēr. ¥zellikle çok 

yüksek mekânsal çözünürlüklü uydu görüntülerinde klasik makine ºĵrenme 

yºnteminden biri olan destek vektºr makinelerinden ­ok daha iyi sonu­lar verdiĵi 

bulunmuĸtur. U-NET mimarisi bu alanda kullanēlmaktadēr (Akca ve Gungor, 2022). 

Fakat, derin ºĵrenme tabanlē yaklaĸēmlarēn uygulanmasēnda ihtiyaç duyulan 

etiketlenmiĸ veri seti gerekliliĵi ve modellerin genelleĸtirilebilir olmasē dikkat 

edilmesi gereken ºnemli hususlardēr. 

Makine ºĵrenme ve derin ºĵrenme yºntemlerinde her ne kadar doĵruluk artsa da 

kapalē kutu olarak kalmaya devam etmektedirler. Bu yºntemlerin kararlarē nasēl 

verdiĵi, doĵru ºzellikleri dikkate alēp, doĵru kararlar alēp almadēĵē g¿n¿m¿z¿n ºnemli 

­alēĸma alanlarēndan birisidir. Uygulanan bir yapay zekâ modelini yorumlamak ve 

a­ēklamak, geliĸtirilen modelin g¿venilirliĵi, transfer edilebilirliĵi ve genelleĸtirilmesi 

a­ēsēndan ­ok ºnemlidir. Bu ­alēĸmalar a­ēklanabilir yapay zekâ (Explanaible 

Artificial Intelligence-XAI)  olarak tarif edilmektedir. A­ēklanabilir yapay zekâ 

literat¿rde farklē baĸlēklar altēnda incelenmektedir. Bu baĸlēklar ĸeffaflēk, 

yorumlanabilir, a­ēklanabilir, alan bilgisi ve bilimsel tutarlēlēktēr (Roscher ve diĵ., 

2020). Toprak tuzluluĵu kapsamēnda deĵerlendirildiĵinde; tuzluluk kestirimine 

yönelik geliĸtirilen makine ºĵrenme modellerinin, toprak tuzluluĵunu belirlerken nasēl 

karar verdiĵi, hangi model girdilerinin sonucu ne kadar etkilediĵi ve toprak 

tuzluluĵunu belirlemenin yanēnda doĵru niteliklere gºre belirlenip belirlenmediĵini de 
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görmekte önemlidir. Literat¿rde, toprak tuzluluĵunun modellenmesinin a­ēklanabilir 

yapay zekâ yaklaĸēmlarē ile ele alēndēĵē ­alēĸmalara henüz rastlanmamēĸtēr.  

1.1 Tezin Amacē 

Bu tezin ana amacē, uzaktan algēlama verileri ve yersel toprak ölçümlerini kullanarak; 

geniĸ alanlarēn farklē makine ºĵrenmesi tabanlē regresyon yºntemler ile toprak 

tuzluluĵun mekânsal daĵēlēmēnē belirlemektir. Bu ana amaç çerçevesinde tezin 

hedefleri ise; 

¶ Landsat-8 uydu gºr¿nt¿lerinin farklē iki ­alēĸma alanē i­in toprak tuzluluĵunu 

belirlemedeki performansēnē araĸtērmak, 

¶ Rastgele Orman ve XGBoost makine ºĵrenme modellerinin, toprak tuzluluĵu 

belirlemedeki performansēnē karĸēlaĸtērmak, 

¶ Makine ºĵrenmesi modellerine girdi olarak sunulabilecek farklē özelliklerin, 

tahmin doĵruluĵuna etkisi incelemek, 

¶ Uygulanan farklē makine ºĵrenmesi modellerinin sonu­larēnē, a­ēklanabilir 

yapay zeka yöntemleri kullanarak anlamak ve detaylē a­ēklamak, 

¶ T¿m aĸamalarē farklē a­ēk kaynak kodlu platform, kütüphane ve veriler ile 

ger­ekleĸtirip, ­ºz¿m ºnerisinin yaygēn etkisinin ve uygulanabilirliĵin y¿ksek 

olmasēnē saĵlamaktēr. 

Bu hedefler doĵrultusunda, Landsat-8 gºr¿nt¿s¿n¿n farklē spektral bantlarē ve bu 

bantlardan oluĸturulan farklē indisler, 26 adet özellik (feature) olarak d¿zenlenmiĸ ve 

bu özellikler ve yersel tuzluluk ölçümleri kullanēlarak, iki  farklē makine ºĵrenme 

tabanlē regresyon modeli eĵitilmiĸtir. Referans veri sayēsēndaki kēsētlardan kaynaklē 

problemleri en aza indirmek amacē ile farklē veri ­eĸitlendirme yºntemleri denenmiĸtir. 

Son olarak, eĵitilen makine ºĵrenme modelleri, a­ēklanabilir yapay zekâ yöntemleri 

(XAI) uygulanarak ºzelliklerin katkēlarē yºn¿nden a­ēklanmēĸtēr. Farklē XAI 

fonksiyon deĵerleri ile, hangi ºzelliklerin, kestirim deĵerine ne kadar katkē verdiĵi 

irdelenmiĸ, modellerin daha anlaĸēlabilir ve a­ēklanabilir hale getirilmesi 

hedeflenmiĸtir. Tüm bu analizler Google Earth Engine ve Google COLAB platformlarē 

üzerinde sklearn, xgboost, ee, matplotlib, PIL, pandas ve imblearn kütüphaneleri 
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kullanēlarak ger­ekleĸtirilmiĸtir. Bu platformlar sayesinde ger­ekleĸtirilen analizler 

kolaylēkla tekrar edilebilir ve sonu­lar yaygēnlaĸtērēlabilir. 

1.2 Literatür Araĸtērmasē 

Bu tez ­alēĸma kapsamēnda, tezin geliĸim aĸamalarē üzerinden kurgulanarak literatür 

araĸtērmasē ¿­ ana baĸlēk altēnda incelenmiĸtir. ¥ncelikle toprak tuzluluĵunun Uzaktan 

Algēlama sistemleri ile tespiti ve izlenebilirliĵinin araĸtērmasē yapēlmēĸtēr. Daha sonra 

ise, makine ºĵrenme algoritmalarē ile toprak tuzluluĵunun tespiti üzerine 

yoĵunlaĸēlmēĸtēr. Literat¿rde, toprak tuzluluĵunun belirlenmesinde, farklē makine 

ºĵrenme yºntemlerini kullanan ­ok sayēda ­alēĸma olmasēna karĸēn; XGBoost yºntemi 

ile yapēlan ­alēĸma sayēsē kēsētlēdēr. Ayrēca, literatürdeki ­alēĸmalarda, incelenen 

alanlarēnēn farklē olmasē da tuzluluk probleminin irdelenmesi a­ēsēndan ºnemli bir 

husustur. Son aĸamada, makine ºĵrenme algoritmalarēnēn bizlere sunduĵu modellerin 

a­ēklanabilmesi i­in a­ēklanabilir yapay zekâ yºntemleri ile ilgili literat¿r araĸtērmasē 

yapēlmēĸtēr. Literat¿rde toprak tuzluluĵu, uzaktan algēlama ve makine ºĵrenme 

algoritmalarē ile ilgili birçok eser bulunmaktadēr. Bu nedenle, 2018 ve 2023 yēllarē 

arasēndaki makaleler literat¿r taramasē kapsamēnda incelenmiĸtir. Ancak a­ēklanabilir 

yapay zekâ ve toprak tuzluluĵu arasēnda literatürde ­alēĸmaya rastlanmamēĸtēr. Tez 

­alēĸmasē bu anlamda, literat¿rdeki bu ºnemli boĸluĵu doldurmayē da hedeflemektedir. 

A­ēklanabilir yapay zekâ ile ilgili literat¿r araĸtērmasēnda benzer makine ºĵrenme 

algoritmalarē ile ­ºz¿len ­evre problemlerini a­ēklayan ­alēĸmalar üzerinde 

durulmuĸtur. 

1.2.1 Toprak tuzluluĵunun uzaktan algēlama yöntemleri ile tespiti 

Racetin ve diĵ. (2020) Hērvatistanôda bulunan Neretva nehri deltasēnda 2009 yēlēnda 

toplanmēĸ yersel toprak tuzluluĵu verilerini ve Landsat 5 görüntülerini kullanarak 

çoklu lineer regresyon yºntemini kullanarak, toprak tuzluluĵunu tahmin eden bir 

model ¿retmiĸlerdir. Landsat 5 gºr¿nt¿lerinde 27 tane farklē indis ¿retilmiĸ ve bu 

indisler ile tuzluluk deĵerleri arasēnda korelasyonlar bulunmuĸtur. 2 yēl s¿resince de 

toprak tuzluluĵu Landsat 5 gºr¿nt¿leri kullanēlarak incelenmiĸtir. En yüksek 

korelasyon tuzluluk indisi 8 ((NIR-SWIR1) / (NIR+SWIR1)) ile 0,93 deĵeri elde 

etmiĸtir. 
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Gopalakrishnan ve Kumar (2021) Sri Lankaôda terk edilen çeltik arazilerinde toprak 

tuzluluĵunu Landsat 5 ve Landsat 8 uydu görüntüleri ve 2019 yēlēnda yersel toplanan 

ºrnekler ile incelemiĸtir. Metot olarak kēsmi en k¿­¿k kareler regresyonu (Partial Least 

Square Regression, PLSR) kullanmēĸtēr. Bu yºntemin daha ºnceki ­alēĸmalarda 

baĸarēlē sonu­lar verdiĵini vurgulamēĸlardēr. PLSR modeline girdi olarak 6 tuzluluk 

indeksi ve uydu gºr¿nt¿lerinin mavi, yakēn kēzēl ºtesi, kēsa dalga kēzēl ºtesi bantlarē ve 

sayēsal y¿kseklik modeli kullanēlmēĸtēr. En y¿ksek RĮ deĵeri olarak ise 0.63 

bulunmuĸtur. 

Thiam ve diĵ. (2021) Senegalôin kēyē ĸeridinde 2017 yēlēnda toplanan 300 adet toprak 

ºrneĵi ve 1984, 1994, 2007 ve 2017 yēllarēna ait Landsat gºr¿nt¿leri kullanēlarak 

toprak tuzluluĵunun arazi ¿zerine yayēlēmē incelenmiĸtir. Landsat görüntülerinden elde 

edilen ēslaklēk indisi (wetness index, TWI), normalize edilmiĸ fark bitki indisi 

(Normalized Difference Vegetation Index, NDVI), tuzluluk indisi (Ѝὑ ὶά ᾀὔzὍὙ) 

ve ayarlamēĸ toprak bitki indisine ek olarak kēyaya olan uzaklēk ve y¿kseklik gibi 

parametrelerde çoklu lineer regresyon modeline girdi olarak kullanēlmēĸtēr. En yüksek 

RĮ deĵeri olarak ise 0.73 bulunurken RMSE deĵeri ise 0.68 olarak hesaplanmēĸtēr. 

Gorji ve diĵ. (2017) T¿rkiyeôde bulunan Tuz Gölü ve çevresindeki alandan 2002 

yēlēnda toplanan 322 toprak ºrneĵi ve 1990, 2002, 2006, 2011 ve 2015 yēllarēna ait 

Landsat gºr¿nt¿leri ile toprak tuzluluĵu incelemiĸtir. 5 adet toprak tuzluluk indisi 

Landsat uydu gºr¿nt¿lerinden hesaplanmēĸ ve üstel ve lineer regresyon kullanēlarak 

modellenmiĸtir. Üstel regresyon modeli RĮ deĵeri olarak 0,93 deĵerine ulaĸērken, 

lineer regresyon modeli ise 0.83 RĮ deĵerine ulaĸmēĸtēr. Bu deĵere ulaĸan indis ise 

tuzluluk indisi 1 (ЍὓὥὺὭzὑ ὶά ᾀ) olmuĸtur. 

Kasim ve diĵ. (2020) ¢inôin Uygur bºlgesinde bulunan Keriya vadisinde EM38-MK2 

iletkenlik ölçer ile topladēklarē 353 toprak ºrneĵi ve WordView-2 uydu görüntüleri ile 

toprak tuzluluĵunu incelemiĸlerdir. Model olarak PLSR se­ilmiĸtir. Tuzluluk deĵeri 

ile en iyi korelasyona sahip indis bulabilmek i­in optimize edilmiĸ spektral indisler 

kullanmēĸtēr. Bu indisler se­ilen 2 bandēn oranēnē, normalleĸtirilmiĸ farkēnē ve 

karelerinin toplamēn karekºk¿n¿ bulurken, diĵer bir indis ise se­ilen 3 bandēn 

karelerinin toplamēnēn karekºk¿n¿ bulmaktadēr. T¿m bant kombinasyonlarē denenerek 

2 ve 3 boyutlu korelasyon hesaplanmēĸtēr. Bunun yanē sēra uydu gºr¿nt¿lerine 5 farklē 

matematiksel transformasyonlar uygulanmēĸ. En y¿ksek doĵruluk deĵerine RF-PLSR 

modeli R² 0.79 ve RMSE 1.51 olarak ulaĸmēĸtēr. 
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Toprak tuzluluĵunun uzaktan algēlama ile tespiti i­in yapēlan literat¿r araĸtērmasē aynē 

zamanda bir kelime bulutuna dºn¿ĸt¿r¿l¿p incelenmiĸtir. Kelime bulutu ķekil 1.2ôde 

gösterilmektedir. Kelime bulutu incelendiĵinde korelasyon analizlerinin yaygēn 

olduĵu, tarēm ile olan iliĸkilerinin incelendiĵi gºze ­arpmaktadēr. 

 

ķekil 1.2 : Toprak tuzluluĵunun uzaktan algēlama ile tespiti literat¿r kelime bulutu. 

1.2.2 Makine öĵrenme algoritmarēyla toprak tuzluluĵunun tespiti 

Hateffard ve diĵ. (2019) Ķranôēn Alborz ĸehrinde Landsat 8 uydu görüntülerini ve 

sayēsal y¿kseklik modelini kullanarak toprak parametrelerini modellemiĸlerdir. 

Tehran Üniversitesiônin Toprak Bilimi Bölümüôn¿n hazērladēĵē 362 toprak ºrneĵi 

verilerini kullanmēĸlardēr. Toprak parametrelerinden elektriksel iletkenliĵi deĵerinin 

tuzluluk gºstergesi olarak kabul etmiĸlerdir. Toprak tuzluluĵunu modellerken karar 

aĵacē ve yapay sinir aĵlarē kullanmēĸlardēr. Yapay sinir aĵē modeli olarak 17 nºrondan 
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oluĸan giriĸ katmanēna ek olarak 10 nºrondan oluĸan bir gizli katman ve 1 nörondan 

oluĸan ­ēktē katmanē vardēr. Karar aĵacē modeli ile RĮ deĵeri 0.59 ve RMSE deĵeri 

13.74ôe ulaĸērken yapay sinir aĵlarē ile bu deĵerler R² için 0.95ôe ve RMSE için 6.27ôye 

ulaĸmēĸtēr. 

Aksoy ve diĵ. (2022) Ķranôēn Urmiye gºl¿ kenarēnda bulunan bir ­alēĸma alanēnda 

2016 yēlēnda toplanan 70 adet toprak tuzluluĵu örneklerini kullanarak makine ºĵrenme 

algoritmalarēnē karĸēlaĸtērarak incelemiĸlerdir. Bu makine ºĵrenme algoritmalarē ise 

karar aĵacē, rastgele orman ve destek vektºr makineleridir. Landsat 8 ve Sentinel 2 

uydu gºr¿nt¿lerini kullanarak 26 adet ­evresel deĵiĸken/özellik (feature) 

¿retmiĸlerdir. Bu özellikleri deĵiĸken azaltma yºntemi uygulayarak azaltmēĸ ve 

makine ºĵrenme algoritmalarēnē se­ilen daha az sayēdaki ºzellikler ile eĵitmiĸlerdir. 

Tüm bu eĵitimleri ve analizleri Google Earth Engine platformu ¿zerinde yapmēĸlardēr. 

En iyi sonucu rastgele orman algoritmasē vermiĸtir. Landsat 8 uydu görüntüleri ile R² 

0,84 ve RMSE 6.85 deĵerine ulaĸmēĸlarken, Sentinel 2 uydu gºr¿nt¿leri ile RĮ 0,90 ve 

RMSE 5.91 deĵerine ulaĸmēĸlardēr. Bu durum, tuzluluk belirlemede, mekânsal 

­ºz¿n¿rl¿k artēĸēnēn olumlu etkisini de göstermektedir. 

Kabiraj ve diĵ. (2022) Google Earth Engine platformunu kullanarak Hindistanôēn Taml 

Nadu bölgesinde arazinin toprak tuzluluĵunu rastgele orman makine ºĵrenme 

algoritmasēnē kullanarak modellemiĸlerdir. 2020 yēlēnda 593 adet toplanan yersel 

toprak tuzluluk ºrneĵi Sentinel 2 ve Landsat 8 uydu görüntüleri birleĸtirerek analizler 

yapēlmēĸtēr. Rastgele orman algoritmasēnda uygun aĵa­ sayēsēnē bulmak i­in 1 ile 500 

arasēnda 10ôar aralēklarla denemeler yapēlmēĸtēr. Uydu gºr¿nt¿lerinin kendi bantlarēnēn 

yanēna 4 adet bitki indisi ve 11 adet tuzluluk indisi ­alēĸma kapsamēnda kullanēlmēĸtēr. 

Landsat 8 ile geliĸtirilen modelde CRSI, SI-III((Yeĸil*Kērmēzē)/Mavi), SI-

I(Mavi/Kērmēzē) gibi indisler ºnemli ­ēkarken, Sentinel 2 ile geliĸtirilen modelde 

NDVI, SI5((Kērmēzē*NIR)/Yeĸil), SAVI gibi indisler ºne ­ēkmēĸtēr. Genel doĵruluk 

deĵeri olarak %98ôe ulaĸmēĸlardēr. 

F. Wang ve diĵ. (2019) 5 adet makine ºĵrenme metodunu 3 farklē ­alēĸma alanēnda 

toplanan 390 adet toprak ºrneĵi ile toprak tuzluĵunu incelemiĸlerdir. Bu yöntemler ise 

en küçük mutlak küçültme ve operatör seçimi (Least Absolute Shrinkage and Selection 

Operator, LASSO), ­ok deĵiĸkenli uyarlanabilir regresyon uzanēmlarē (Multiple 

Adaptive Regression Splines, MARS), sēnēflandērma ve regresyon aĵa­larē 

(Classification and Regression Trees, CART), rastgele orman (Random Forest, RF) ve 
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stokastik gradyan aĵa­ desteĵidir (Stochastic Gradient Treeboost, SGT). Landsat 8 

uydu görüntülerinden ¿retilen ­evresel deĵiĸkenleri kullanarak bu makine ºĵrenme 

algoritmalarē eĵitilmiĸtir. ¢evresel deĵiĸkenlerden en ºnemlileri ise EEVI, EVI2, 

ENDVI, CRSI olmuĸtur. SGT algoritmasē RĮ 0.63 ve RMSE 11.55 deĵeri ile en iyi 

sonu­larē verirken onu izleyen algoritmasē ise RĮ 0.61 ve RMSE 11.95 deĵeri ile 

RFôdir. 

X. Wang ve diĵ. (2020) kesirli derece filtresi (Fractional Order Filter) algoritmasē 

uyguladēklarē Sentinel 2 uydu görüntüleri ve 2015 yēlēnda toplanan 60 adet yersel veri 

ile destek vektºr makineleri makine ºĵrenmesi modeli eĵitmiĸlerdir. Destek vektör 

makineleri için en uygun parametreleri bulmak için grid arama yöntemini 

kullanmēĸlar. ¢apraz doĵrulama yºntemi ile de en uygun gamma ve cost deĵerini 

bulmuĸlardēr. Eĵitilen optimum makine ºĵrenme algoritmasē ile de tuzlu alanlarēn 

seviyeleri belirlenmiĸtir. Genel doĵruluk olarak %90 ve ¿zeri elde edilmiĸtir.  

J. Wang ve diĵ. (2021) ¢inôin Wensu ĸehrindeki kurak alanlarda toprak tuzluluĵunu 

Sentinel 2 uydu görüntüleri ve yersel olarak 2019 yēlēnda toplanan 160 adet toprak 

ºrneĵini kullanarak modellemiĸtir. Model olarak 3 farklē makine ºĵrenme algoritmasē 

se­ilmiĸtir bunlar; destek vektºr makineleri, rastgele orman ve yapay sinir aĵlarēdēr. 

Modelleri eĵitmek i­in girdi olarak tuzluluk indislerinin yanē sēra uydu görüntüsünün 

kendi bantlarē ve bu bantlara uygulanan temel bileĸen analizi kullanēlmēĸtēr. Doĵruluk 

analizi sonucu destek vektºr makineleri RĮ deĵeri 0.88 ve RMSE deĵeri 4.89 ile en 

y¿ksek doĵruluĵu vermiĸtir.  

Makine ºĵrenme yºntemleri ile toprak tuzluluĵu literat¿r¿ de bir kelime bulutu olarak 

ķekil 1.3ôte gºsterilmiĸtir. Kelime bulutu incelendiĵinde tuzluluk, uzaktan algēlama 

gibi ­ēkmasēnē beklediĵimiz kelimelerin dēĸēnda ­evresel deĵiĸkenler, bazē makine 

ºĵrenme yºntemleri, kurak alanlar, Landsat 8 ve Sentinel 2 gibi uydu görüntülerinin 

ºne ­ēktēĵē gºr¿lm¿ĸt¿r. 

1.2.3 A­ēklanabilir yapay zeka yºntemleri ile modellerin a­ēklanmasē 

A­ēklanabilir yapay zek© konusunun, yer gºzlem uydu verilerinin kullanēldēĵē 

­alēĸmalara yºnelik uygulanmasē ve temel kavramlarē a­ēklayan ilk makalelerden biri 

2020 yēlēnda Roscher ve diĵ. tarafēndan yayēnlanmēĸtēr. Doĵa bilimlerindeki 

uygulamalar dikkate alēnarak, a­ēklanabilir makine ºĵrenmesi (Explanaible Machine 

Leraning-XML) yaklaĸēmēnēn ele alēndēĵē ­alēĸmada, ĸeffaflēk, yorumlanabilirlik ve 
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a­ēklanabilirlik temel ºgeleri vurgulanmēĸtēr. Bu ­alēĸma sonrasēnda, uzaktan algēlama 

alanēnda, ºzellikle 2021 ve 2022 yēllarēnda XML/XAI yaklaĸēmlarēnē i­eren 

­alēĸmalarēn arttēĵē belirlenmiĸtir. 

 

ķekil 1.3 : Makine ºĵrenme yºntemleri ile toprak tuzluluĵunun uzaktan algēlama ile 

tespiti literatür kelime bulutu. 

Al -Najjar ve diĵ. (2022) Butan Krallēĵēndaki Chukka ĸehrinde sēklēkla ger­ekleĸen 

heyelanlarē, radar uydu görüntülerinin, Landsat 8 uydu görünt¿lerini ve sayēsal 

yükseklik modeli verileri ve makine ºĵrenmesi yºntemlerini kullanarak modellemiĸtir. 

Makine ºĵrenme algoritmasē olarak rastgele orman ve destek vektºr makineleri 

kullanēlarak, heyelan haritalarē ¿retilmiĸtir. Makine ºĵrenme algoritmalarēnē 

a­ēklayabilmek i­in ise Shapley deĵerleri (Shapley additive explanations, SHAP) 

kullanēlmēĸtēr. SHAP her iki model içinde aynē girdileri ºne ­ēkarmēĸtēr. Ancak birebir 

olarak aynē ºnemde deĵillerdir. 
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Kakogeorgiou ve Karantzalos (2021) derin ºĵrenme yºntemlerini kullanarak 

BigEarthNet ve SEN12MS veri setleri ¿zerinde sēnēflandērma problemini ele almēĸtēr. 

Bu veri setleri Sentinel 2 uydu gºr¿nt¿lerinden oluĸmaktadēr. CORINE arazi ºrt¿s¿/ 

kullanēmē verisi ise etiket olarak kullanēlmēĸtēr. Eĵitilen modelleri a­ēklayabilmek i­in 

birçok yºntem test edilmiĸtir. Bu yöntemler ise Saliency, Input x Gradient, Integrated 

Gradients, Guided Backpropagation, Grad-CAM, Guided Grad-CAM, Occlusion, 

DeepLift, Lime ve SmoothGradôdir. Bu yöntemlerden Occlusion, Grad-CAM ve Lime 

yöntemleri en yorumlanabilir olarak belirlenmiĸtir. Guided Backpropagation ise en az 

g¿venilir metot olmuĸtur. 

Stomberg ve diĵ. (2022) Sentinel 2 uydu görüntüleri ile ürettikleri veri setinden insan 

eli deĵmiĸ ve deĵmemiĸ alanlarē a­ēklanabilir yapay zekâ ile tespit etmiĸler. Derin 

ºĵrenme yºntemi ile eĵittikleri model uydu görüntüsün¿ iki sēnēfta sēnēflandērarak 

insan eli deĵip deĵmediĵi ile ilgili bilgi vermektedir. Derin ºĵrenme modelinin 

aktivasyonlarēnē inceleyerek hassaslēk haritalarē oluĸturulmuĸ, bu haritalardan hangi 

alanlarēn insan eli deĵdiĵini hangi alanlara deĵmediĵini mek©nsal olarak tespit 

etmiĸler. 

Betancourt ve diĵ. (2022) troposferik ozon gazēnēn rastgele orman makine ºĵrenme 

algoritmasē ile modellemiĸtir. 30ôdan fazla ­evresel deĵiĸken kullanarak eĵittikleri 

modeli SHAP deĵerleri kullanarak a­ēklamēĸtēr. ¢evresel deĵiĸkenleri 6 ana baĸlēk 

altēna toplamēĸlardēr. Bunlar; genel, arazi ºrt¿s¿, tarēmsal deĵiĸkenler, ozon ile ilgili 

deĵiĸkenler, n¿fus ve ēĸēk kirliliĵidir. Troposferik ozon modellemesinde, enlem ve 

y¿kseklik deĵiĸkenleri modeli en çok etkileyen özellikler olarak belirlemiĸlerdir. 

Abdollahi ve Pradhan (2021) piksel tabanlē derin sinir aĵlarē kullanarak, hava 

fotoĵraflarēndaki az ve ­ok yoĵunluklu bitki örtüsü alanlarēnē sēnēflandērmēĸlardēr. 

Modele girdi olarak görüntülere ek olarak gºr¿nt¿lerden doku ayērt etmeyi saĵlayan 

indislerde kullanēlmēĸtēr. Hangi deĵiĸkenlerin sēnēflara nasēl katkēlar sunduĵunu 

incelemek i­in yani bir baĸka deyiĸle modeli a­ēklamak i­in SHAP deĵerlerini 

kullanmēĸlardēr. Sēnēf bazēnda deĵiĸkenlerin sērasē deĵiĸse de bazē deĵiĸkenler bariz 

olarak t¿m sēnēflara y¿ksek oranda etki ettiĵi gºr¿lmektedir. 

A­ēklanabilir yapay zekâ yºntemleri i­in yapēlan literat¿r araĸtērmasē i­in de kelime 

bulutu oluĸturulmuĸtur. ķekil 1.4ôte gºsterilen kelime bulutuna gºre makine ºĵrenme 

yºntemleri i­in kullanēlan ºzelliklerin yanē sēra SHAP metodu da ºne ­ēkmēĸtēr. 
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ķekil 1.4 : A­ēklanabilir yapay zeka yºntemleri literatür kelime bulutu. 
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2.  ¢ALIķMA B¥LGELERĶ VE KULLANILAN VERĶLER 

2.1 ¢alēĸma Bºlgeleri 

Bu tez kapsamēnda Ķranôēn Urmiye Gºl¿ ­evresindeki iki ­alēĸma alanē incelenmiĸtir. 

Bu çalēĸma alanlarē sērasēyla Batē Urmiye Playasē ve Bonab bºlgesidir. ¢alēĸma 

alanlarēnēn Ķranôēn hangi bºlgesinde kaldēĵē ve se­ilen alanlar ķekil 2.1ôin (a) ve (b) 

kēsēmlarēnda gºsterilmiĸtir. Urmiye Gölü 6000 kmĮ alanē kaplayan çok tuzlu büyük bir 

gºld¿r. Bu gºl 1976 yēlēndan beri doĵal park olarak ilan edilmiĸ ve UNESCO koruma 

listesindedir. Urmiye Gölü 51,876 kmĮôlik bir havzaya sahiptir. Bu havzadan 6,5 

milyon insan tarēmsal ve sanayi faaliyetleri ile faydalanmaktadēr. Tarēm alanlarē alanēn 

%10ôunu kaplamasēna raĵmen yenilenebilir su kaynaklarēnēn %90ôēnē t¿ketmektedir 

(Haghighi ve diĵ., 2018). Fazla su tüketimi, yaĵēĸlarēn yetersizliĵi gibi sebepler 

yüzünden göl¿n su ile kaplē y¿zey alanē zaman içerisinde küçülm¿ĸt¿r. Su 

t¿ketimindeki artēĸ yer altē sularēnēn fazla t¿ketilmesine ve tuzlu yeraltē sularēnēn 

tarēmsal verimliliĵi azaltmasēna neden olmuĸtur. Verimliliĵi azalan tarēm arazileri ise 

terk edilmeye baĸlanmēĸtēr (Hamzehpour ve diĵ., 2018; Gorji ve diĵ., 2020; Aksoy ve 

diĵ., 2022). 

2.1.1 Batē Urmiye playasē 

ķekil 2.1ôin (c) kēsmēnda ise Batē Urmiye Playasēnēn Landsat 8 doĵal renkli uydu 

görüntüsü ¿zerinde kullanēlan toprak ºrnekleri gºsterilmiĸtir. ¢alēĸma alanē yaklaĸēk 

82 km²ôdir. 71 adet toprak ºrneĵi toplanmēĸ ve laboratuvarda analiz edilmiĸtir. Toprak 

ºrneklerinin alana daĵēlēmē ķekil 2.1 (c) de görülmektedir. Örnekler 2 ï 12 Ekim 2018 

tarihin de topraĵēn en ¿st 20 cm olan tabakasēndan toplanmēĸtēr. Toprak örnekleri tuz 

birikiminin en y¿ksek olduĵu kurak sezonun sonuna doĵru toplanmēĸtēr. Toplanan 

örnekler 1:2,5 oranēnda su ile s¿spansiyon oluĸturulmuĸ ve elektriksel iletkenlik deĵeri 

(Electrical Conductivity, EC) ºl­¿lm¿ĸt¿r. Veriler Ķranôēn Maragheh ¦niversitesindeki 

Dr. Nikou Hamzehpour tarafēndan saĵlanmēĸtēr.   
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ķekil 2.1 : ¢alēĸma alanlarē: a) genel bakēĸ, b) Urmiye Gºl¿, c) Batē Urmiye Playasē, 

d) Bonab Bölgesi 

2.1.2 Bonab bölgesi 

Bonab bölgesi Urmiye Gölüôn¿n g¿neydoĵu kēsmēnda yer almaktadēr ve ķekil 2.1ôin 

(d) kēsmēnda gºsterilmiĸtir. Rakēm 1270 m ile 1300 m arasēnda deĵiĸmektedir. 

Toplamda 74 adet toprak elektriksel iletkenlik ºrneĵi 0 ï 25 cm derinlikten Jenway 

4510 iletkenlik ölçer aleti ile 2014 yēlēnda son bahar mevsiminde toplanmēĸtēr. Batē 

Urmiye Playasē bºlgesinde olduĵu gibi kurak dºnemin sonu ºrnek toplamak i­in tercih 

edilmiĸtir. Toprak ºrnekleri Dr. Nikou Hamzehpour tarafēndan saĵlanmēĸtēr. 



15 

2.2 Kullanēlan Veriler 

2.2.1 Uydu görüntüleri  

¢alēĸma kapsamēnda Bonab bölgesi için 15 Eylül 2014 tarihli Landsat 8 uydu 

gºr¿nt¿s¿ kullanēlērken, Batē Urmiye Playasē i­in ise 3 Ekim 2018 tarihli uydu 

gºr¿nt¿s¿ kullanēlmēĸtēr. Landsat 8 uydusu 705 km yükseklikteki yörüngesini 99 

dakika da tamamlamaktadēr. Zamansal ­ºz¿n¿rl¿ĵ¿ ise 16 g¿nd¿r. Landsat 8 uydu 

gºr¿nt¿s¿n¿n i­erdiĵi bantlar ¢izelge 2.1ôde gºsterilmiĸtir. Landsat 8 uydusunun 

koleksiyon 2 seviye 1 gºr¿nt¿leri bu ­alēĸma kapsamēnda kullanēlmēĸtēr. Bu seviyedeki 

görüntüler atmosfer ¿st¿ yansētēm deĵerlerini (top of atmosphere, TOA) ifade 

etmektedir. Uydu gºr¿nt¿leri geometrik ve radyometrik olarak d¿zeltilmiĸ uydu 

seviyesinde yansētēm deĵerleri hesaplanmēĸtēr (Url-2). Landsat 8 koleksiyon 2 seviye 

2 gºr¿nt¿leri ise atmosferik d¿zeltme yapēlmēĸ olarak sunulmaktadēr. Ancak bu 

­alēĸma kapsamēnda atmosferik d¿zeltmenin neden olduĵu eksi yansētēm deĵerlerinin 

gºl ve etrafēnda fazlaca olmasē nedeniyle bu seviye kullanēlmamēĸtēr. Bu problem 

Landsat 8 i­in bilinen problemler arasēnda yer almaktadēr (Url-3).  

Çizelge 2.1 : Landsat 8 uydusunun bantlarēnēn spektral ve mekânsal özellikleri. 

Bant Numarasē Bant Ķsmi Dalga Boyu (µm)  Mekânsal Çözünürlük 

1 Kēyē Aerosol¿ 0.43 ï 0.45 30 m 

2 Mavi 0.45 ï 0.51 30 m 

3 Yeĸil 0.53 ï 0.59 30 m 

4 Kērmēzē 0.64 ï 0.67 30 m 

5 Yakēn Kēzēlºtesi 0.85 ï 0.88 30 m 

6 SWIR 1 1.57 ï 1.65 30 m 

7 SWIR 2 2.11 ï 2.29 30 m 

8 Pankromatik 0.50 ï 0.68 15 m 

9 Sirrus 1.39 ï 1.38 30 m 

10 TIRS 1 10.6 ï 11.19 100 m 

11 TIRS 2 11.5 ï 12.51 100 m 

2.2.2 Toprak örnekleri  

¢alēĸma kapsamēnda iki bºlge i­in farklē iki yºntem ile toprak elektriksel iletkenliĵi 

deĵerleri ºl­¿lm¿ĸt¿r. Laboratuvarda yapēlan ºl­¿mlerin daha doĵru sonu­lar verdiĵi 

bilinmektedir. Toprak ºrneklerinin daĵēlēmē Batē Urmiye Playasē i­in ķekil 2.2ôde 

gºsterilmiĸtir. ¥rneklerin gºle doĵru elektriksel iletkenliĵi deĵerinin arttēĵē gºr¿l¿rken 

tarēm arazilerine doĵru ise daha d¿ĸ¿k deĵerlere sahip olduĵu tespit edilmiĸtir.  
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ķekil 2.2 : Batē Urmiye Playasē toprak ºrneklerinin mekansal daĵēlēmē. 

Bonab bºlgesi i­in ise Batē Urmiye Playasēndan farklē olarak ºrnekler bir grid aĵē 

ĸeklinde d¿zenli olarak toplanmēĸtēr (ķekil 2.3). Ancak ­alēĸma alanēnda bulunan tuz  

 

ķekil 2.3 : Bonab bºlgesi toprak ºrneklerinin mekansal daĵēlēmē. 
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yapēlarēnē da haritalandērmak i­in ­alēĸma alanē daha geniĸ tutulmuĸtur. ¥rneklerin 

daĵēlēmēnda Batē Urmiye Playasēna benzer olarak gºle doĵru yaklaĸēldēk­a tuzluluk 

seviyelerin arttēĵē tarēm alanlarēna doĵru ise azaldēĵē gºr¿lm¿ĸt¿r. Toprak ºrnekleri 

tuzluluĵa gºre 5 ayrē kategoride incelenmiĸtir. Ķlk olarak elektriksel iletkenliĵi deĵeri 

0 ï 2 dS/m arasēnda olan toprak ºnekleri tuzsuz topraklar olarak ifade edilirken, ikinci 

seviyede ise 2 ï 4 dS/m arasēnda olan topraklar az tuzlu toprak, ¿­¿nc¿ seviyede 4 ï 8 

dS/m arasēndaki topraklar orta derecede tuzlu toprak, dºrd¿nc¿ seviyede ise 8 ï 16 

dS/m arasēnda iletkenliĵe sahip olan topraklar yüksek derece tuzlu toprak olarak 

tanēmlanērken, son olarak, 16 dS/m ¿zeri elektriksel iletkenliĵine sahip topraklar aĸērē 

derecede tuzlu topraklar olarak ifade edilmektedir (Brown ve diĵ., 1954). 
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3.  YÖNTEM  

Bu ­alēĸmada öncelikle ­alēĸma bºlgeleri ve kullanēlan veriler baĸlēĵē altēnda tanētēlan 

toprak örneklerinin toplanma tarihi ile uyumlu Landsat 8 uydu görüntüleri temin 

edilmiĸtir. Uydu gºr¿nt¿leri radyometrik ve geometrik olarak d¿zeltilmiĸ olduĵu i­in 

herhangi bir ºn iĸleme adēmēna ihtiya­ duyulmamēĸtēr. Daha sonra uydu görüntüleri ve 

toprak ºrnekleri arasēnda bir model oluĸturabilmek i­in özellikler üretilmiĸtir. Üretilen 

özellikler makine ºĵrenme algoritmalarē i­in girdi olurken, elektriksel iletkenliĵi 

deĵeri ise modelin ­ēktēsē olarak kullanēlmēĸtēr. Eĵitilen modeller ile haritalar 

¿retilmesinin yanē sēra bu modeller a­ēklanabilir yapay zekâ yöntemleriyle 

a­ēklanmēĸtēr. Tüm bu yºntemlerin iĸ akēĸē ise ķekil 3.1ôde gºsterilmiĸtir.  

3.1 Google Earth Engine 

Google Earth Engine (GEE) platformu, i­erdiĵi petabaytlarca analize hazēr mekânsal 

veri ve paralel hesaplama yetenekleri ile kullanēcēlarēna hēzlēca mekânsal analizler 

yapabilmesini, bu analizleri gºrselleĸtirebilmesini saĵlar. GEE bulut tabanlē bir sistem 

olarak sunulduĵu i­in kullanēcēlara herhangi bir hesaplama gücü olmadan da yüksek 

performans gerektiren analizleri yapabilmeye olanak sunar. Üst seviye programlama 

bilgisi olmadan da y¿ksek performanslē hesaplama ara­larēnē kolaylēkla kullanēlabilir 

olarak sunulur. GEE verilerinin yanēnda birçok mekânsal algoritmada platform 

­er­evesinde sunulmaktadēr. GEE fonksiyonel programlama yöntemini temel alarak 

analizler için boru hattē oluĸturmamēza olanak saĵlar. Analiz algoritmalarē fonksiyonel 

programlama gereĵi i­erisine aldēklarē verileri deĵiĸtirmez d¿zenlenmiĸ kopyalarēnē 

verir. Oluĸturulan akēĸlar ise yºnlendirilmiĸ dºng¿s¿z grafik (directed acyclic graph) 

halini alēr. GEE oluĸturulan bu grafik analizlerinde tembel deĵerlendirme yºntemini 

kullanarak sadece ihtiyaç duyulan kēsēmlarē hesaplar. Veri analizinde mekânsal veriler 

için her zaman bir ölçek girdi olarak verilir ki analiz sonu­larē bu mekânsal ºl­eĵe 

gºre iĸlenebilsin. Ayrēca GEE birden fazla kiĸinin aynē analiz ¿zerinde ­alēĸmasēna 

olanak saĵlamaktadēr (Gorelick ve diĵ., 2017). Bu yºn¿yle de ekip ­alēĸmalarēna 

oldukça uygundur. GEE son yēllarda birçok araĸtērma i­in kullanēlmēĸtēr. Bu 
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araĸtērmalarēn hatērē sayēlēr bir kēsmē yapay zekâ ­alēĸmalarēnē i­ermektedir. ¥zellikle 

tarēm arazilerinde ¿r¿n desen haritalarēn oluĸturulmasē, arazi ºrt¿s¿ / arazi kullanēm 

haritalarēnēn oluĸturulmasē, ormanlēk alanlardaki deĵiĸimlerin incelenmesi, sulak 

alanlarēn tespiti gibi konulardēr (Yang ve diĵ., 2022). Bu ­eĸitli sorunlarda sunduĵu 

­ºz¿m ve olanaklar d¿ĸ¿n¿ld¿ĵ¿nde bu ­alēĸma kapsamēnda GEE kullanēmēn faydalē 

olduĵu gºr¿lm¿ĸt¿r.  

 

ķekil 3.1 : Tez ­alēĸmasēnēn iĸ akēĸ diyagramē 

3.2 Makine ¥ĵrenmesi i­in Özellikler  

Literat¿rde, makine ºĵrenmesine girdi olarak sunulan veriler i­in iki farklē terminoloji 

kullanēlmaktadēr. Bunlardan bir tanesi T¿rk­eye ­evresel ortak deĵiĸken olarak 

­evrilmiĸ olan environmental co-variate; diĵeri ise ºzellik olarak ­evrilen feature 

terimidir. Bu tez kapsamēnda, ºzellik teriminin kullanēlmasē tercih edilmiĸtir; fakat 
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literatür taramasē bºl¿m¿nde yazarlarēn tercih ettiĵi terim kullanēlmēĸtēr. Bu ­alēĸma 

kapsamēnda birçok özellik toprak tuzluluĵunun tahmini i­in kullanēlmēĸtēr. Ķlk olarak 

1941 yēlēnda Jenny tarafēndan ortaya atēlan toprak geliĸimi i­in mekanik model, bu 

­alēĸmada özelliklerin se­iminde ºnemli bir rol almēĸtēr. Model kēsaca SCORPAN 

formülü olarak bilinir. Bu form¿l topraĵēn parametrelerini, iklimini, bitki ºrt¿s¿n¿ 

topoĵrafyasēnē, litolojisini, yaĸēnē ve mek©nsal ºzelliklerini modellemek i­in kullanēlēr 

(Hateffard ve diĵ., 2019; McBratney ve diĵ., 2003). Bu çerçevede ­alēĸmada 

kullanēlmak ¿zere toprak, bitki ve mek©nsal ºzellikleri belirlemek i­in ¢izelge 3.1ôde 

gösterilen özellikler ¿retilmiĸtir. Urmiye gºl¿ etrafēndaki ­alēĸma alanlarēnda 

topoĵrafya fazla deĵiĸmediĵi i­in bu form¿l kapsamēnda üretilen özelliklere 

eklenmemiĸtir (Aksoy ve diĵ., 2022).  F. Wang ve diĵ. (2019) SCORPAN formülünü 

kullanarak ­ok kapsamlē ºzellikler tanēmlamēĸtēr. Ancak bu ºzellikler her ­alēĸma alanē 

için iyi sonuçlar vermemektedir. Aksoy ve diĵ. (2022) Urmiye Gölü ve çevresi için bu 

ºzelliklerinden 26 tane se­erek baĸarēlē sonu­lar elde etmiĸlerdir. Se­ilmiĸ olan bu 

ºzellikler bu tez kapsamēnda da kullanēlmēĸtēr. 

Bu ­alēĸmada, Landsat 8 uydu görüntülerine tasseled cap dºn¿ĸ¿m¿ yapēlarak elde 

edilen üç bant, orjinal spektral bantlar, farklē bitki örtüsü ve tuzluluk indisleri özellik 

olarak tercih edilmiĸtir. Yedi adet tuzluluk indisi bu ­alēĸma kapsamēnda kullanēlmak 

¿zere se­ilmiĸtir. Bu indislerden bir kēsmē bu bºlgede iyi sonu­ verdiĵi bilinen önceki 

­alēĸmalardan se­ilmiĸtir (Aksoy ve diĵ., 2022; Gorji ve diĵ., 2020). Uydu 

gºr¿nt¿lerinin orijinal bantlarē da ­alēĸma kapsamēnda kullanēlmēĸtēr. Se­ilen bantlar 

ise mavi, yeĸil, kērmēzē, yakēn kēzēl ºtesi (Near infrared, NIR), kēsa dalga kēzēl ºtesi 

(short wave near infrared, SWIR) bir ve kēsa dalga kēzēl ºtesi iki bantlarē se­ilmiĸtir 

(Aksoy ve diĵ., 2022). Tasseled cap dºn¿ĸ¿m ile üretilen parlaklēk, yeĸillik ve ēslaklēk 

bilgileri kullanēlmēĸtēr. Bunlara ek olarak 10 adet indiste modellenmek üzere 

se­ilmiĸtir. Toplamda yirmi altē adet özellik bu ­alēĸma kapsamēnda kullanēlmēĸtēr. 

Tüm özellikler, en küçük ve en büyük deĵerleri kullanēlarak normalize edilmiĸtir. 

Normalize edilen bu özellik görüntüleri 3 x 3 boyutunda alçak geçirgenli bir filtre 

kullanēlarak yumuĸatēlmēĸtēr (Aksoy ve diĵ., 2022; Gopalakrishnan ve Kumar, 2021).   

3.3 Aĸērē ¥rnekleme 

Makine ºĵrenme algoritmalarēnda veri setlerinin her bir sēnēf i­in eĸit miktarda veya 

yeterli sayēda ºrnek i­ermediĵi durumlar olduk­a sēktēr. Verideki bu sēnēf dengesizliĵi 
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(class unbalance) ­oĵunluk olan sēnēflarēn baskēn olmasēna neden olabilmektedir. Bu 

dengesiz veri daĵēlēmēnē d¿zeltmek i­in ºrnekleme yºntemleri kullanēlabilmektedir. 

Aĸērē ºrnekleme yºntemleri ise azēnlēk olan sēnēftaki verilerin arttērēlarak ­oĵunluk 

olan sēnēfla aynē daĵēlēma getirmeyi ama­lamaktadērlar. Bu yºntemlerden rastgele aĸērē 

örnekleme (random over sampling, ROS) ve sentetik azēnlēk aĸērē ºrnekleme tekniĵi 

(Synthetic Minority Oversampling Technique, SMOTE) uzaktan algēlama 

­alēĸmalarēnda sēklēkla kullanēlmaktadēr (Fonseca ve diĵ., 2021). 

Rastgele aĸērē ºrnekleme yºntemi azēnlēk olan sēnēftaki verilerin rastgele kopyalanmasē 

ile ­oĵunluk sēnēftaki ºrnek sayēsēna eriĸilmesi ile yapēlēr (Hounkpatin ve diĵ., 2018). 

Kolay bir yºntem olduĵu i­in tercih sebebidir; ancak bu yºntem makine ºĵrenme 

algoritmalarēnda aĸērē ºĵrenmesine (over fitting) neden olduĵu ve aĸērē ºrnekleme 

yapēlmadan eĵitilen algoritmalara gºre daha kºt¿ sonu­lar verdiĵi belirlenmiĸtir 

(Fonseca ve diĵ., 2021). 

SMOTE yöntemi Chawla ve diĵ. (2002) tarafēndan literat¿re kazandērēlmēĸtēr. SMOTE 

yºntemi rastgele olarak azēnlēk olan ºrnekleri ­oĵaltmak yerine en yakēn komĸu 

yºntemi ile belirlediĵi komĸu ºrnekler arasēnda birim vektºrler oluĸturur. Daha sonra 

0 ile 1 arasēnda se­tiĵi rastgele bir sayē ile bu vektºr ­arpēlēr ve ºzellik uzayēnda yeni 

bir noktayē ifade eder. Bu yeni nokta sentetik olarak ¿retilmiĸ olur (Chawla ve diĵ., 

2002). 

Bu ­alēĸma kapsamēnda toprak tuzluluĵu ºrnekleri daha ºnce de bahsedildiĵi gibi 

(tuzsuz, az tuzlu, orta derece tuzlu, y¿ksek derece tuzlu ve aĸērē tuzlu olmak üzere) 5 

sēnēfa ayrēlmēĸtēr. Bu sēnēflara d¿ĸen ºrneklere yukarēda belirtilen özellikler de 

eklenerek rastgele aĸērē ºrnekleme ve SMOTE aĸērē ºrnekleme yºntemleri 

uygulanmēĸtēr. Ķki yºntemden elde edilen yeni ºrnek daĵēlēmē ve orijinal verilerin 

olduĵu ºrnek daĵēlēmē ile makine ºĵrenme algoritmalarē eĵitilmiĸ ve analizlere devam 

edilmiĸtir. 



23 

Çizelge 3.1 : Toprak tuzluluĵunu modellemek i­in kullanēlan özellikler. 

Veriler Ķndis Kēsaltma Formül Referans 

Landsat 8 OLI Mavi, Yeĸil, Kērmēzē, 

NIR, SWIR1, SWIR2 
   

Tasseled Cap TC1,2,3  (Baig ve diĵ., 2014) 

Bitki Ķndisleri Normalized Difference 

Vegetation Index 
NDVI (NIR ï Kērmēzē) / (NIR + Kērmēzē) (Rouse ve diĵ., 1973) 

Soil Adjusted 

Vegetation Index 
SAVI 

[(NIR ï Kērmēzē) * (1 + L)] / (NIR + Kērmēzē + L); L = 

0.5 
(A. R. Huete, 1988) 

Enhanced Vegetation 

Index 
EVI [2.5 * (NIR ï Kērmēzē)] / [NIR + 6*Kērmēzē ï 7.5*Mavi] 

(A. Huete ve diĵ., 

2002) 

Generalized Difference 

Vegetation Index 
GDVI (NIR² - KērmēzēĮ) / (NIRĮ + KērmēzēĮ) (Wu, 2014) 

Canopy Response 

Salinity Index 
CRSI 

([(NIR*Kērmēzē) ï (Yeĸil*Mavi)] / [(NIR*Kērmēzē) + 

(Yeĸil*Mavi)])0.5 (Scudiero ve diĵ., 2014) 

Simple Ratio vegetation 

index 
SR NIR / Kērmēzē (Jordan, 1969) 

Two-band enhanced 

vegetation index 
EVI2 [2.5 * (NIR ï Kērmēzē)] / (NIR + 2.4*Kērmēzē -1) (Jiang ve diĵ., 2008) 

Extended NDVI ENDVI (NIR + SWIR2 ï Kērmēzē) / (NIR + SWIR2 + Kērmēzē) (H. Chen ve diĵ., 2019) 

Extended EVI  EEVI 
2.5*(NIR + SWIR1 ï Kērmēzē) / 

[NIR+2.5*(SWIR1+6*NIR+7.5*SWIR1)*Mavi + 1] 
(H. Chen ve diĵ., 2015) 

Normalized Difference 

Water Index 
NDWI (Yeĸil ï NIR) / (Yeĸil + NIR) (Mcfeeters, 1996) 

Tuzluluk 

Ķndisleri 
Tuzluluk Ķndisi 1 SI1 (Mavi*Kērmēzē)/Yeĸil (Abbas ve Khan, 2007) 

 Tuzluluk Ķndisi 2 SI2 (Mavi*Kērmēzē)0.5 (Khan ve diĵ., 2005) 
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Çizelge 3.1 (devam): Toprak tuzluluĵunu modellemek i­in kullanēlan özellikler. 

Veriler Ķndis Kēsaltma Formül Referans 

 Tuzluluk Ķndisi 3 SI3 (Yeĸil + Kērmēzē)/2 (Douaoui ve diĵ., 2006) 

 Tuzluluk Ķndisi 4 SI4 (Yeĸil*Kērmēzē)0.5 (Khan ve diĵ., 2005) 

 Tuzluluk Ķndisi 5 SI5 Mavi / Kērmēzē (Abbas ve Khan, 2007) 

 Tuzluluk Ķndisi 6 SI6 (Kērmēzē * NIR) / Yeĸil (Abbas ve Khan, 2007) 

 Tuzluluk Ķndisi 7 SI7 2*Yeĸil ï 5*(Kērmēzē + NIR) (Jiang ve diĵ., 2008) 
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3.4 Makine ¥ĵrenmesi Yöntemleri 

3.4.1 Rastgele orman (random forest) 

Rastgele Orman (Random Forest, RFR) makine ºĵrenme algoritmasē sēnēflandērma ve 

regresyon aĵa­larē algoritmasēna baĵlē bir topluluk ºĵrenme algoritmasēdēr. Rastgele 

orman algoritmasē Breiman (2001) tarafēndan sunulmuĸtur. Karar aĵa­larēnē temel alan 

yapēda birbirleriyle korelasyonu olmayan farklē karar aĵa­larēnēn birleĸtirilmesi ile 

oluĸturulmuĸtur. Karar aĵa­larē tek baĸlarēna zayēf bir makine ºĵrenmesi metodu 

olmasēna karĸēn, birleĸtirildiklerinde g¿­l¿ bir makine ºĵrenme algoritmasē elde 

edilebilmektedir (S. Wang ve diĵ., 2019). Rastgele orman algoritmasē sēnēflandērma 

problemlerinin yanē sēra regresyon problemlerine de ­ºz¿m sunmaktadēr (Li ve diĵ., 

2019). Rastgele orman algoritmasē regresyon problemlerini ­ºzerken birden fazla 

aĵacēn sonucunun ortalamasēnē alarak hesaplamaktadēr. Bu yöntemin mimarisi ķekil 

3.2ôde gºsterilmiĸtir. 

 

ķekil 3.2 : Rastgele Orman Regresyonu genel mimarisi. 

Rastgele orman algoritmasē regresyon ve sēnēflandērma olarak Python programlama 

dilinde sklearn ve spark k¿t¿phanelerinde kullanēlabilir olarak sunulmaktadēr 

(Pedregosa ve diĵ., 2011). Bu ­alēĸmada sklearn k¿t¿phanesi kullanēlmēĸtēr. 

3.4.2 XGBoost (aĸērē gradyan arttērma, extreme gradient boosting) 

XGBoost (Aĸērē Gradyan arttērma, eXtreme Gradient Boosting, XGR) T. Chen ve 

Guestrin (2016) tarafēndan sunulmuĸtur. XGBoost ­ok hēzlē ­alēĸan gradyan arttērma 
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aĵa­ algoritmalarēndan birisidir. Bu hēza gradyan destekli aĵa­larēn ºnemli bir 

yetersizliĵini gidererek ulaĸēr. Aĵa­ i­in yeni bir ayrēm oluĸtururken olasē hatalarē t¿m 

ºnceki ¿ye ayrēmlar i­in tahmin edilir . XGboost bu eksikliĵi aĵacēn yapraĵēndaki tüm 

veri noktalarēnēn daĵēlēmēnē inceleyerek ºzellik ayrēmēnē aradēĵē uzayē daraltēr. ¢eĸitli 

düzenleme yºntemleri XGBoost i­erisinde ­alēĸsa da yºntemin hēzlē ve kullanēĸlē 

olmasē nedeniyle bir ­ok hiper parametre olasēlēĵē hēzlēca bulunabilir (Zarei ve diĵ., 

2021). XGBoost genel mimarisi rastgele orman algoritmasēna benzer ancak aĵa­lar 

Rastgele Orman algoritmasēndaki gibi paralel olarak baĵēmsēz deĵildirler. Mimari 

ķekil 3.3ôte gºsterilmiĸtir. Bu ­alēĸmada XGBoostôun Python programlama dili ile T. 

Chen ve Guestrin (2016) tarafēndan yazēlmēĸ olan k¿t¿phanesi kullanēlmaktadēr. 

 

ķekil 3.3 : XGBoost Regresyonu genel mimarisi. 

3.5 A­ēklanabilir Yapay Zeka 

A­ēklanabilir yapay zeka yºntemleri kara kutu olarak ifade edilen makine ºĵrenme 

algoritmalarēnēn davranēĸlarēnē a­ēklamak ¿zere kurgulanmēĸ algoritmalardēr (Stadtler 

ve diĵ., 2022). Literatürde ­eĸitli a­ēklanabilir yapay zekâ yºntemleri sunulmuĸtur. 

Bunlardan pertürbasyon temelli Local Interpretable Model-agnostic Explanations 

(LIME) (Ribeiro ve diĵ., 2016) ve Shapley Additive Explanations (SHAP) (Lundberg 

ve Lee, 2017) gibi a­ēklama yºntemleri ve gradyen tabanlē Gradient times Input 

(Selvaraju ve diĵ., 2020), SmoothGrad (Smilkov ve diĵ., 2017), Integrated Gradients 

(Sundararajan ve diĵ., 2017), Gradient-weighted Class Activation Mapping 

(GradCAM) (Selvaraju ve diĵ., 2020) gibi yöntemlerdir. Bu yöntemlerin birbirleriyle 
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aynē sonu­ vermediĵi sēklēkla karĸēlaĸēlan problemler arasēndadēr. Bu problem 

karĸēsēnda en ­ok tercih edilen algoritma ise SHAP yöntemidir (Krishna ve diĵ., 2022). 

Bu yüzden tez kapsamēnda SHAP yöntemi tercih edilmiĸtir. 

3.5.1 SHAP yöntemi 

SHAP yöntemi ilk olarak Lundberg ve Lee (2017) tarafēndan geliĸtirilmiĸtir, bu 

yaklaĸēm SHAP deĵerlerini modelden baĵēmsēz olarak sonu­lara baĵlē olarak 

a­ēklayan bir yapay zeka yºntemidir. SHAP deĵerleri her bir ºzelliĵin modelin sonuca 

olan katkēsēnē gºsterir. Eĵitilen veri seti i­in modelden beklenen bir ­ēktē deĵeri vardēr. 

Bu deĵere taban deĵer denir. SHAP deĵerlerinin modele olan katkēsē ise modelin bu 

taban deĵerden ne kadar uzaklaĸtērdēĵēnē gºstermektedir. Daha fazla katkē sunan 

özellikler model için önemli olan özellikler olarak kabul edilir. Bu katkēlar negatif ve 

pozitif de olabilir. Mutlak SHAP deĵerleri ºzelliklerin önemini belirtirken, tüm 

sonu­lar i­in mutlak SHAP deĵerlerinin ortalamasē ise genel ºnem deĵerlerini 

belirtmektedir (Stadtler ve diĵ., 2022). SHAP yºntemi ile yapēlan analizler genellikle 

4 grafik ¿zerinden sunulmaktadēr. Bu grafikler sērasēyla ºzet grafiĵi, ºzellik ºnem 

grafiĵi, baĵēmlēlēk grafiĵi ve kuvvet grafiĵidir.  

3.5.1.1 SHAP özet grafiĵi 

SHAP ºzet grafiĵi modeli girdi olan özelliklerin modelin ­ēktēsēna olan etkilerini her 

bir eĵitim ºrneĵi i­in toplandēĵē bir grafiktir. Girdilerin deĵerlerine gºre 

renklendirilerek hangi girdinin hangi deĵerlerinin modele nasēl katkē sunduĵunu 

gºstermektedir. ķekil 3.4ôte gºsterilen ºrnek grafik incelendiĵinde NDVI ºzelliĵinin 

y¿ksek deĵerlerinin modele girdiĵinde modelin ­ēktēsēnē azaltma yºn¿nde bir etki 

yaparken d¿ĸ¿k deĵerlerinin ise modeli ­ēktēsēnē y¿kselttiĵi gºze ­arpmaktadēr. Burada 

gºsterilen her bir nokta a­ēklama i­in kullanēlan eĵitim verilerinin ºzelliklerinin 

modele olan etkisini ve ºzelliĵin deĵerlerini i­ermektedir. 

3.5.1.2 SHAP ºzellik ºnem grafiĵi 

SHAP ºzellik ºnem grafiĵi ise ºzet grafiĵinde gºsterilen her bir verinin katkēsē yerine 

ortak mutlak katkēlarē bir ­ubuk grafiĵi olarak gºsterilmektedir. Bu grafik modele olan 

toplam katkēyē ºne ­ēkarmaktadēr. Modele hangi yºnde katkē verdiĵi gºz ardē 

edilmiĸtir. ķekil 3.5ôte gºsterilen ºrnek grafik incelendiĵinde NDVI ºzelliĵin modele 

en y¿ksek katkēyē verdiĵi gºr¿l¿rken bunu EVI ºzelliĵi takip etmektedir. 
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ķekil 3.4 : Örnek SHAP özet grafiĵi. 

3.5.1.3 SHAP baĵēmlēlēk grafiĵi 

Baĵēmlēlēk grafiĵi ise iki ºzellik arasēndaki iliĸkiyi model ¿zerinden a­ēklamaktadēr. 

Bir ºzelliĵin modele olan katkēsēnē hem o ºzelliĵin deĵerleri ¿zerinden hem de o 

ºzellik ile baĵēmlē olan baĸka bir ºzelliĵin deĵeri ¿zerinden a­ēklamaktadēr. ķekil 

3.7ôda gºsterilen ºrnek grafik incelendiĵinde NDVI ºzelliĵinin d¿ĸ¿k deĵerlerinin 

modele y¿ksek katkē sunarken, SWIR2 ºzelliĵinin de NDVI d¿ĸt¿k­e deĵerlerin 

y¿kseldiĵini bu grafik ¿zerinden anlaĸēlabilir. 



29 

 

ķekil 3.5 : Örnek SHAP özellik önem grafiĵi. 

3.5.1.4 SHAP kuvvet grafiĵi 

Kuvvet grafiĵi ise her bir ºzelliĵin tek bir ºrnek i­in modele yaptēklarē katkēlarē 

gºsteren bir grafiktir. Regresyon modeli i­in tahmin edilen taban deĵere, se­ilen 

ºrneĵin ºzelliklerinin modele olan katkēlarēnē ve toplamē sonunda oluĸan model 

­ēktēsēnē gºstermektedir. ķekil 3.6ôde gºsterilen ºrnek grafikte modelin taban deĵeri 

14 dS/m iken, EVI2 -25 deĵeri ile taban deĵere pozitif dS/m eklerken, EVI ºzelliĵi 

12.86 deĵeri ile negatif dS/m olacak ĸekilde katkē sunmuĸtur. Bu ºzelliklerin t¿m 

katkēlarē toplandēĵēnda ise modelin tahmini olan 2.28 dS/m deĵerine ulaĸēlmēĸtēr. 

¥zelliklerin katkēlarēna gºre boyutlar belirlenmiĸ, mavi renkler negatif katkēyē ve 

kērmēzē renkler ise pozitif katkēlē ºzellikleri gºstermektedir. 

 

ķekil 3.6 : ¥rnek SHAP kuvvet grafiĵi. 
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ķekil 3.7 : ¥rnek SHAP baĵēmlēlēk grafiĵi. 

3.6 Doĵruluk Analizi 

Makine ºĵrenme modellerinin doĵruluĵunu test etmek i­in iki ­alēĸma alanēnda da 

eĵitim verilerinin dēĸēnda doĵruluk analizi i­in test örnekleri ayrēlmēĸtēr. Test örnekleri 

¿zerinden doĵruluĵu hesaplayabilmek için karesel ortalama hata (root mean square 

error, RMSE) ve determinasyon katsayēsē (coefficient of determination, R²) 

kullanēlmēĸtēr. Karesel ortalama hata ve determinasyon katsayēsē denklem 3.1 ve 3.2 

de gºsterilmiĸtir. 

 

ὙὓὛὉ  
ρ

ὲ
ὢ ὣ  (3.1) 

Ὑ ρ
В ὢ ὣ

В ὢ ὢ
 

(3.2) 

Denklemde gösterilen n ºrnek sayēsēnē, Xi ºl­¿len toprak tuzluluk deĵerini, Yi tahmin 

edilen toprak tuzluluk deĵerini ve X ortalama ºl­¿len tuzluluk deĵerini ifade 

etmektedir (Hateffard ve diĵ., 2019; F. Wang ve diĵ., 2019).  
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4.  BULGULAR  VE TARTIķMA 

Toprak tuzluluĵu haritalarē 6 adet senaryo i­in ¿retilmiĸtir. Bu senaryo 

kombinasyonlarē iki adet makine ºĵrenme algoritmasēnēn üç adet aĸērē ºrnekleme 

­eĸidi ile birleĸiminden ¿retilmiĸtir. Makine ºĵrenme algoritmalarē olarak rastgele 

orman ve XGBoost kullanēlērken, aĸērē ºrnekleme yºntemleri i­in ise rastgele aĸērē 

ºrnekleme, SMOTE ve aĸērē ºrnekleme olmayan ĸeklinde denemeler yapēlmēĸtēr. 

Özetle aĸaĵēdaki model ve veri kombinasyonlarē oluĸturularak testler 

ger­ekleĸtirilmiĸtir. 

¶ 1. Test: Rastgele Orman modeli ve orjinal veriler, 

¶ 2. Test: Rastgele Orman modeli ve rastgele aĸērē ºrnekleme ile oluĸturulan 

veriler, 

¶ 3. Test: Rastgele Orman modeli ve SMOTE aĸērē ºrnekleme ile oluĸturulan 

veriler, 

¶ 4. Test: XGBoost modeli ve orjinal veriler, 

¶ 5. Test: XGBoost modeli ve rastgele aĸērē ºrnekleme ile oluĸturulan veriler, 

¶ 6. Test: XGBoost modeli ve SMOTE aĸērē ºrnekleme ile oluĸturulan veriler. 

Modeller kullanēlarak ¿retilen toprak tuzluluĵu haritalarēnēn gºrsel olarak 

incelenmesine ek olarak modellerin eĵitim ve test ºrnekleri ¿zerinde performanslarē 

deĵerlendirilmiĸtir. Modellere ait eĵitim ve test ºrneklerinin tuzluluk seviyelerinin 

daĵēlēmē ķekil 4.1, ķekil 4.2, ķekil 4.3 ve ķekil 4.4ôte gºsterilmiĸtir. Aĸērē ºrnekleme 

yºntemleri ile d¿zenlenen daĵēlēmlar ise ķekil 4.5 ve 4.6ôda her iki bºlge i­in 

gºsterilmiĸtir. Testler sonucunda ¿retilen modelleri doĵrulamak ve a­ēklamak i­in 

daĵēlēm grafiklerinin yanē sēra SHAP yºntemi kullanēlarak ºzet, ºnem, baĵēmlēlēk ve 

kuvvet grafikleri ¿retilmiĸtir.  

Batē Urmiye Playasē eĵitim verileri ¿zerinde modellerin performansēnē aĸērē ºrnekleme 

yºntemlerine gºre incelemek i­in ķekil 4.7ôde gºsterilen grafikler ¿retilmiĸtir. 

XGBoost modelinin eĵitim veri setini aĸērē ºĵrendiĵi gºze ­arpmaktadēr. Rastgele 
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orman algoritmasē ise aĸērē ºrnekleme yºntemlerinin kullanēlmasē ile veri seti ¿zerinde 

daha fazla ºĵrendiĵi gºze ­arpmaktadēr. Daha ºnce de bahsedildiĵi gibi rastgele aĸērē 

ºrnekleme yºntemi rastgele orman ve XGBoost i­in aĸērē ºĵrenmeye neden olduĵu RĮ 

ve RMSE deĵerleri ¿zerinden kolaylēkla anlaĸēlmaktadēr. 

 

ķekil 4.1 : Batē Urmiye Playasē i­in eĵitim örneklerinin tuzluluk seviyelerine göre 

daĵēlēmē. 

 

ķekil 4.2 : Batē Urmiye Playasē i­in test ºrneklerinin tuzluluk seviyelerine gºre 
daĵēlēmē. 
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Bonab bºlgesi i­in de Batē Urmiye Playasēna benzer grafikler eĵitim verileri i­in 

üretilmiĸtir. Grafikler ķekil 4.8ôde gºr¿lebilir. Grafikler incelendiĵinde, yine benzer 

olarak XGBoost algoritmasēnēn eĵitim verilerine rastgele orman algoritmasēna gºre 

aĸērē ºĵrendiĵi gºze ­arpmaktadēr. Rastgele aĸērē ºrnekleme yºntemi yine SMOTE ve 

aĸērē ºrnekleme olmayan yºntemlere gºre aĸērē ºĵrenmeye sebebiyet vermiĸ. Genel 

olarak her iki bºlgede de modeller eĵitim veri setini iyi ºĵrenmiĸ olarak 

gözükmektedirler. 

 

ķekil 4.3 : Bonab bºlgesi i­in eĵitim ºrneklerinin tuzluluk seviyelerine gºre 
daĵēlēmē. 

 

ķekil 4.4 : Bonab bölgesi için test örneklerinin tuzluluk seviyelerine gºre daĵēlēmē.  
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ķekil 4.5 : Batē Urmiye Playasē i­in aĸērē ºrnekleme sonucu eĵitim ºrneklerinin 

tuzluluk seviyelerine göre daĵēlēmē. 

 

ķekil 4.6 : Bonab bºlgesi i­in aĸērē ºrnekleme sonucu eĵitim ºrneklerinin tuzluluk 

seviyelerine gºre daĵēlēmē.
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ķekil 4.7 : Batē Urmiye Playasē i­in eĵitim verileri ¿zerinde modellerin daĵēlēm grafiĵi
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ķekil 4.8 : Bonab bºlgesi i­in eĵitim verileri ¿zerinde modellerin daĵēlēm grafiĵi. 
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Batē Urmiye Playasē i­in 10 adet test noktasē seçildi. Test ºrnekleri kullanēlarak 

eĵitilen modellerin doĵruluklarē incelenmiĸtir. Doĵruluk analizine ait grafikler ķekil 

4.9ôte gºsterilmiĸtir. Grafikler incelendiĵinde, XGBoost modelinin Rastgele Orman 

algoritmasēna gºre daha iyi sonu­lar verdiĵi gºr¿lm¿ĸt¿r. XGBoost modeli RĮ deĵeri 

0.06 ila 0.10 arasēnda daha iyi sonu­ vermiĸtir. Rastgele aĸērē ºrnekleme metodu ise 

modelin doĵruluĵunu en ­ok arttēran yºntem olmuĸtur. SMOTE yºntemi de doĵruluĵa 

katkē sunmuĸtur. Test örnkTest örnekleri için modeller ile tahmin edilen örneklerin 

daĵēlēm grafiĵi ķekil 4.8ôda görülebilmektedir. 

Bonab bölgesi için ise 19 test noktasē se­ilmiĸtir. Test noktalarē Batē Urmiye Playasē 

gibi her tuzluluk seviyesinden eĸit olarak alēnmadē, onun yerine Eĵitim ºrneklerinin 

daĵēlēmēna benzer bir oran se­ilmiĸtir. Doĵruluk analizine ait ¿retilen grafikler ise 

ķekil 4.10ôda gºsterilmiĸtir. Grafikler incelendiĵinde, XGBoost algoritmasē diĵerine 

gºre daha y¿ksek doĵruluk vermiĸtir. Rastgele aĸērē ºrnekleme yºntemi Batē Urmiye 

Playasē bºlgesinin aksine doĵruluĵu bu bºlgede d¿ĸ¿rm¿ĸt¿r. SMOTE aĸērē ºrnekleme 

yºntemi ve XGBoost bu bºlgede en y¿ksek doĵruluĵu sunmuĸtur. RĮ deĵeri 0.83 ve 

RMSE deĵeri 12.24 ile bu model en iyi sonucu vermiĸtir.  
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ķekil 4.9 : Batē Urmiye Playasē i­in test verileri ¿zerinde modellerin daĵēlēm grafiĵi.



39 

  

ķekil 4.10 : Bonab bºlgesi i­in test verileri ¿zerinde modellerin daĵēlēm grafiĵi.
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Toprak tuzluluĵu haritalarē Batē Urmiye Playasē i­in ķekil 4.11ôde gºsterilmiĸtir. Her 

iki makine ºĵrenme modeli de gºle yakēn olan alanlarē aĸērē tuzlu bulmayē baĸarmēĸtēr. 

Ancak rastgele orman algoritmasē gºlden uzakta olan tarēm alanlarēnē y¿ksek tuzlu 

olarak belirlemiĸtir. Aslēnda bu alanlar d¿ĸ¿k veya tuzlu olmayan alanlar olmasēna 

karĸēn ekili olmadēklarē i­in regresyon analizi sonucu yanlēĸ olarak tahmin 

edilmiĸlerdir. SMOTE aĸērē ºrnekleme yºnteminin bu alanlarda hatalē regresyonu daha 

da kºt¿ etkilediĵi her iki model incelendiĵinde de gºr¿lmektedir. Bu alanda yapēlan 

ºnceki ­alēĸmalar gºz ºn¿ne alēndēĵēnda (Aksoy ve diĵ., 2022) XGBoost 

algoritmasēnēn daha doĵru olduĵu gºzlemlenmektedir. Gºrsel olarak tespit edilen bu 

doĵruluk istatistiksel analizlere de yansēmaktadēr. Çizelge 4.1ôde gºsterildiĵi ¿zere R² 

deĵerleri XGBoost i­in rastgele orman algoritmasēna gºre daha y¿ksek iken, RMSE 

deĵerleri daha d¿ĸ¿kt¿r. 10 adet test ºrneĵinin regresyon sonrasē d¿ĸt¿kleri tuzluluk 

seviyeleri ¢izelge 4.2ôde gºsterilmiĸtir. ¢izelge incelendiĵinde XGBoost 

algoritmasēnēn aynē veya bir yakēn seviye sēnēfēna d¿ĸen ºrnekler ile daha baskēn ve 

doĵru bir sonu­ verdiĵi gºr¿lm¿ĸt¿r. 

Çizelge 4.1 : Batē Urmiye Playasē makine ºĵrenme modellerinin doĵruluk sonu­larē. 

Makine ¥ĵrenme Modeli Aĸērē ¥rnekleme Yºntemi R² RMSE 

RFR Yok 0.61 20.17 

RFR ROS 0.68 18.90 

RFR SMOTE 0.61 20.33 

XGR Yok 0.67 18.64 

XGR ROS 0.76 16.60 

XGR SMOTE 0.71 17.93 

Çizelge 4.2 : Batē Urmiye Playasē test ºrneklerinin tuzluluk seviyeleri incelenmesi. 

Örnek GT RFR 

Yok 

RFR 

ROS 

RFR 

SMOTE 

XGR 

Yok 

XGR 

ROS 

XGR 

SMOTE 

1 0-2 4-8 4-8 2-4 4-8 4-8 2-4 

2 0-2 2-4 0-2 2-4 0-2 0-2 0-2 

3 2-4 8-16 8-16 8-16 4-8 8-16 4-8 

4 2-4 2-4 2-4 2-4 2-4 2-4 0-2 

5 4-8 8-16 8-16 8-16 4-8 8-16 8-16 

6 4-8 4-8 4-8 4-8 2-4 0-2 2-4 

7 8-16 8-16 8-16 8-16 8-16 8-16 4-8 

8 8-16 8-16 8-16 8-16 8-16 8-16 8-16 

9 >16 >16 >16 >16 >16 >16 >16 

10 >16 >16 >16 >16 >16 >16 >16 
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ķekil 4.11 : Batē Urmiye Playasē tuzluluk haritalarē. 
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Bonab bölgesi için ¿retilen tuzluluk haritalarē ķekil 4.12ôde gºsterilmiĸtir. Rastgele 

orman algoritmasē gºle yakēn olan tuz yapēlarēnē aĸērē tuzlu olarak belirlemeyi 

baĸarērken XGBoost bu alanē az tuzlu olarak belirlemiĸtir. Rastgele aĸērē ºrnekleme 

metodunda ise tuzsuz olarak bulmuĸtur. Tarēm alanlarēnda toprak tuzluluĵunun d¿ĸ¿k 

olduĵu bilinmekte, bu y¿zden t¿m modellerin bu alanlarē az tuzlu veya hi­ tuz olmayan 

ĸeklinde belirlemesi ºnemli bir bulgudur. ¢izelge 4.3ôte gºsterilen, Bonab bölgesi için 

doĵruluk sonu­larē incelendiĵinde ise XGBoost algoritmasēnēn rastgele orman 

algoritmasēna gºre daha iyi sonu­ verdiĵi gºr¿lmektedir. SMOTE aĸērē ºrnekleme 

yºntemi ile XGBoost en iyi sonucu vermiĸtir. Tuz yapēlarē dēĸēndaki alanlarda görsel 

analiz bu bulgular ile tutarlēdēr. ¢izelge 4.4ôte gºsterilen test örneklerini modellere 

göre incelendiĵinde, XGBoost algoritmasēnēn tuzlu olmayan ºrneklerde daha y¿ksek 

baĸarēm gºsterdiĵi gºze ­arpmaktadēr. 

Çizelge 4.3 : Bonab bölgesi makine ºĵrenme modellerinin doĵruluk sonu­larē. 

 

Makine ¥ĵrenme Modeli Aĸērē ¥rnekleme Yöntemi R² RMSE 

RFR Yok 0.75 16.47 

RFR ROS 0.73 16.25 

RFR SMOTE 0.78 15.34 

XGR Yok 0.78 13.62 

XGR ROS 0.77 13.43 

XGR SMOTE 0.83 12.24 

Çizelge 4.4 : Bonab bölgesi test örneklerinin tuzluluk seviyeleri incelenmesi. 

Örnek GT RFR 

Yok 

RFR 

ROS 

RFR 

SMOTE 

XGR 

Yok 

XGR 

ROS 

XGR 

SMOTE 

1 0-2 0-2 2-4 2-4 0-2 0-2 0-2 

2 0-2 0-2 0-2 2-4 0-2 0-2 2-4 

3 0-2 4-8 8-16 4-8 0-2 0-2 0-2 

4 2-4 2-4 2-4 2-4 2-4 2-4 2-4 

5 2-4 2-4 2-4 4-8 2-4 2-4 2-4 

6 2-4 2-4 2-4 2-4 2-4 2-4 2-4 

7 4-8 4-8 4-8 4-8 4-8 4-8 4-8 

8 4-8 >16 >16 >16 >16 >16 >16 

9 8-16 >16 >16 >16 >16 >16 >16 

10 8-16 8-16 8-16 8-16 8-16 8-16 8-16 

11 >16 >16 >16 >16 >16 >16 >16 

12 >16 >16 >16 >16 >16 >16 >16 

13 >16 >16 >16 >16 >16 >16 >16 
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ķekil 4.12 : Bonab bºlgesi tuzluluk haritalarē.
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Bu ­alēĸmanēn bir diĵer aĸamasē olan a­ēklanabilir yapay zekâ tarafē ise SHAP 

k¿t¿phanesi kullanēlarak analizler ger­ekleĸtirilmiĸtir. Yapay zekâ modelleri 4 farklē 

ĸekilde a­ēklanmēĸtēr. Ķlk olarak özelliklerin her birinin modelin sonucuna olan mutlak 

katkēsē incelenmiĸtir. Ķkinci olarak ise özelliklerin modele olan katkēlarēnēn hangi 

yºnde olduĵu, hangi deĵerlerinin modellere nasēl katkēlar verdiĵi incelenmiĸtir. 

¦­¿nc¿ olarak ise en ­ok katkē sunun iki ºzellik arasēndaki baĵēmlēlēk model ¿zerinde 

incelendi. Son olarak, her iki alandan se­ilen ve ¢izelge 4.2 ve ¢izelge 4.4ôte 

gºsterilen test ºrnekleri ¿zerinde sadece ºrnek bazēnda özelliklerin modellere olan 

katkēlarē irdelenmiĸtir.  

Batē Urmiye Playasē i­in mutlak SHAP deĵerleri ķekil 4.13ôte gºsterilmiĸtir. Mutlak 

SHAP deĵerleri incelendiĵinde ENDVI, NDVI, EVI gibi bitki indislerinin model 

sonucuna daha baskēn olarak katkē verdiĵi gºr¿lmektedir. CRSI indisinde önceki 

­alēĸmaya (Aksoy ve diĵ., 2022) benzer olarak bu alanda yine modele y¿ksek katkē 

verdiĵi gºr¿lmektedir. 

Bonab bºlgesi i­in mutlak SHAP deĵerleri ise ķekil 4.14ôte gºsterilmiĸtir. Bu deĵerler 

incelendiĵinde uydu gºr¿nt¿s¿n¿n kendi bantlarēnēn daha baskēn olduĵu ºzellikle de 

mavi ve yeĸil bantlarēn modele en ­ok katkē yapan özellikler olduĵu gºr¿lmektedir. 

Bitki indisleri Batē Urmiye Playasē kadar olmasa da yine modele katkē sunmuĸlardēr.  

SHAP deĵerleri ile özelliklerin modele olan katkēlarē pozitif ve negatif olarak 

gºr¿lebilir. Batē Urmiye Playasē i­in SHAP deĵerlerinin özelliklere göre modele etkisi 

ķekil 4.15ôte gºsterilmiĸtir.  Özelliklerin modele olan katkēlarē incelendiĵinde ENDVI, 

NDVI gibi indislerin y¿ksek deĵerleri tuzluluĵun az olmasē yºn¿ndeki tahmine katkē 

sunarken d¿ĸ¿k deĵerleri ise tuzluluĵun fazla tahmin edilmesine katkē sunmaktadēr. 

NDWI indisi ise tam tersi katkē sunmuĸtur. Bu bulgulardan ­ēkarēlacak sonuç ise bitki 

ºrt¿s¿ toprak tuzluluĵu arttēk­a azalmaktadēr. 

Bonab bºlgesi i­in aynē analizin sonucu ķekil 4.16ôda gºsterilmiĸtir. Mavi, yeĸil gibi 

uydu gºr¿nt¿s¿n¿n kendi bantlarēnēn d¿ĸ¿k deĵerleri toprak tuzluluĵunun az olmasēna 

katkē sunarken, y¿ksek deĵerler toprak tuzluluĵunun fazla olarak tahmin edilmesine 

katkē sunmaktadēr. Bu bulgular doĵrultusunda tuzlu alanlarēn görünür bölgede daha 

parlak alanlar olduĵu sonucuna ulaĸēlabilir. Tuz yapēlarē beyaz ve parlak olmalarē ile 

uydu gºr¿nt¿leri ¿zerinde kolaylēkla ayērt edilebilirler. 
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ķekil 4.13 : Batē Urmiye Playasē i­in geliĸtirilen modellerin mutlak SHAP deĵerleri.
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ķekil 4.14 : Bonab bºlgesi i­in geliĸtirilen modellerin mutlak SHAP deĵerleri.
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ķekil 4.15 : Batē Urmiye Playasē i­in SHAP deĵerlerinin özelliklere göre modele olan etkisi.
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ķekil 4.16 : Bonab bºlgesi i­in SHAP deĵerlerinin özelliklere göre modele olan etkisi. 
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¥zellikler arasēndaki baĵēmlēlēĵē incelemek i­in 6 test arasēnda en ­ok katkē sunan iki 

ºzellik baĵēmlēlēk i­in karĸēlaĸtērēlmēĸtēr. Batē Urmiye Playasē i­in oluĸturulan 

baĵēmlēlēk grafiĵinde NDVI ve ENDVI ºzellikleri incelenmiĸtir. Oluĸturulan grafik 

ķekil 4.17ôde gºsterilmiĸtir. Grafik incelendiĵinde hem NDVI ºzelliĵinin hem de 

ENDVI ºzelliĵinin d¿ĸ¿k deĵerlerinin modele olumlu katkē gºsterdiĵi gºr¿lmektedir. 

Model ve aĸērē ºrnekleme yºntemlerinden baĵēmsēz olarak bu sonu­ bulunmuĸtur. 

Bunun sebebi ise NDVI ve ENDVI özellikleri ­oĵunluk olarak aynē ºzelliklerin 

birleĸtirilmesi ile ¿retilmeleridir. 

Bonab bºlgesi i­in ¿retilen baĵēmlēlēk grafikleri ise ķekil 4.18ôde gºsterilmiĸtir. Bonab 

bºlgesi i­in ise Batē Urmiye Playasē bºlgesinden farklē olarak Mavi ve EVI özellikleri 

en ­ok katkē vermiĸtir. Bu y¿zden bu iki ºzellik arasēndaki baĵēmlēlēk incelenmiĸtir. 

Grafik incelendiĵinde ise Mavi ºzelliĵin d¿ĸ¿k deĵerleri modele negatif yºnde katkē 

sunarken, EVI ºzelliĵin d¿ĸ¿k deĵerlerinin modele pozitif bir yºnde katkē sunduĵu 

gºze ­arpmaktadēr. Ķki ºzellik arasēnda ters bir orantē olduĵu tüm model ve aĸērē 

örnekleme testlerinde ortak olarak tespit edilmiĸtir. Mavi deĵerinin ºzellikle 0.55ôten 

b¿y¿k olan deĵerlerde modele olan katkēsē pozitife doĵru ge­iĸ yapmaktadēr. 
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ķekil 4.17 : Batē Urmiye Playasē NDVI ve ENDVI özelliklerinin baĵēmlēlēk grafiĵi.
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ķekil 4.18 : Bonab bölgesi Mavi ve EVI özelliklerinin baĵēmlēlēk grafiĵi.
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Test ºrnekleri bazēnda modelleri a­ēklamak i­in ise ķekil 4.19 ï 4.28 arasēnda Batē 

Urmiye Playasē i­in olan SHAP grafikleri incelenmiĸtir. ¥zellikler için genel 

analizden ­ok farklē olmayan sonu­lar elde edilmiĸtir. Grafikler temel olarak bir taban 

deĵerinin ¿zerine her bir ºzelliĵin eklediĵi ya da ­ēkardēĵē elektriksel iletkenliĵi 

deĵerlerini ifade ederek a­ēklamaktadēr. Taban deĵeri ise modelin herhangi bir özellik 

kullanmadan tahmin ettiĵi deĵerdir. Batē Urmiye Playasē i­in test edilen 10 ºrnek 

incelendiĵinde ENDVI, NDVI gibi indislerin aĸērē tuzlu ºrnekler haricinde regresyon 

sonucunu d¿ĸ¿r¿c¿ etkide olduĵu bulunmuĸtur. 

ķekil 4.19ôda gºsterilen test ºrneĵi incelendiĵinde ger­eĵe en yakēn deĵeri XGBoost 

algoritmasē ve SMOTE aĸērē ºrnekleme yºntemi ile elde edilen modelin bulduĵu 

gºr¿lm¿ĸt¿r. Model 0.57 dS/m deĵerini 2.64 dS/m olarak tahmin etmiĸtir. NDVI 

deĵerinin 0.53 ve ENDVI deĵerinin 3.04 ile model sonucuna en ­ok katkēyē negatif 

olarak verirken CRSI -0.13 deĵeri ile pozitif bir katkē vermiĸtir. 

2. test ºrneĵi olan ķekil 4.20 incelendiĵinde ise ger­eĵe en yakēn deĵeri tahmin eden 

model 1.24 dS/m ile XGBoost olmuĸtur. Aĸērē ºrneklemenin kullanēlmadēĵē bu 

modelde sonuca NDVI ve ENDVI ºzellikleri en y¿ksek negatif katkēyē verirken, EVI2 

ºzelliĵi pozitif bir katkē vermiĸtir. 

3. test ºrneĵine ait kuvvet grafiĵi ķekil 4.21ôde gºsterilmiĸtir. Bu grafik incelendiĵinde 

ise hi­bir model doĵru tuzluluk seviyesinde tahmin yapamamēĸtēr. En yakēn model ise 

XGBoost ve SMOTE aĸērē ºrnekleme yºntemi olmuĸtur. NDVI ve EVI2 ºzellikleri en 

­ok negatif katkēyē sunarken, tuzluluk indislerinden olan SI6 ºzelliĵi modele en ­ok 

pozitif katkē veren ºzellik olmuĸtur. 
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ķekil 4.19 : Batē Urmiye Playasē 1. test ºrneĵi SHAP deĵerleri.
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ķekil 4.20 : Batē Urmiye Playasē 2. test ºrneĵi SHAP deĵerleri.
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ķekil 4.21 : Batē Urmiye Playasē 3. test ºrneĵi SHAP deĵerleri.
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ķekil 4.22ôde 4. test ºrneĵine ait kuvvet grafikleri gºsterilmiĸtir. Bu grafikler 

incelendiĵinde ise Rastgele Orman algoritmasē ve SMOTE aĸērē ºrnekleme yºntemi 

ile oluĸturulan model en yakēn tahmini 3.26 dS/m ile vermiĸtir. ENDVI ve GDVI 

özellikleri en ­ok negatif katkēlar yapan ºzellikler olurken, pozitif katkē yapan 

ºzellikler yeterince katkē yapmadēklarē i­in grafikte gºsterilmemiĸlerdir. 

ķekil 4.23ôte gºsterilen 5. test ºrneĵi i­in yapēlan tahminler incelendiĵinde en yakēn 

sonucu 5.92 dS/m deĵeri ile XGBoost modeli yakalamēĸtēr. Model sonucuna katkē 

sunan ºzellikler incelendiĵinde ise NDVI ve EVI2 ºzellikleri en ­ok negatif katkē 

sunan ºzellikler olurken, Parlaklēk ve EVI ºzellikleri ise en ­ok pozitif katkē sunan 

ºzellikler olmuĸlardēr. 

6. test ºrneĵi ķekil 4.24ôte incelendiĵinde hemen hemen her modelin b¿y¿k hatalar 

yaptēĵē gºze ­arpmaktadēr. En yakēn tahmini yapan model ise 4.97 dS/m deĵeri ile 

Rastgele Orman ve ROS ºrnekleme metodu olmuĸtur. Kērmēzē ve CRSI ºzellikleri 

model sonucuna en çok negatif katkē veren ºzellikler olmuĸtur. 
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ķekil 4.22 : Batē Urmiye Playasē 4. test ºrneĵi SHAP deĵerleri.
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ķekil 4.23 : Batē Urmiye Playasē 5. test ºrneĵi SHAP deĵerleri.
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ķekil 4.24 : Batē Urmiye Playasē 6. test ºrneĵi SHAP deĵerleri.
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7. test ºrneĵi ķekil 4.25ôte incelendiĵinde SMOTE aĸērē ºrnekleme ile eĵitilen 

modellerin daha yakēn sonu­lar verdiĵi gºze ­arpmaktadēr. En yakēn sonucu ise 8.14 

dS/m deĵeri ile Rastgele Orman yºntemi vermiĸtir. ENDVI ve EVI ºzellikleri en ­ok 

negatif katkē veren ºzellikler olurken, Kērmēzē ve CRSI ºzellikleri ise en ­ok pozitif 

katkē veren ºzellikler olmuĸlardēr. 

ķekil 4.26ôda gºsterilen 8. test ºrneĵinde ise en yakēn tahmini veren model 11.04 dS/m 

deĵeri ile Rastgele Orman ve SMOTE aĸērē ºrnekleme yºntemi olmuĸtur. EVI ve 

ENDVI en ­ok negatif katkēyē veren ºzellikler olurken, Kērmēzē ve CRSI ise en ­ok 

katkē veren negatif ºzellikler olmuĸtur. 

ķekil 4.27 incelendiĵinde en iyi sonucu veren model 63.65 dS/m deĵeri ile XGBoost 

modeli olmuĸtur. -0.33 NDVI deĵeri ve ENDVI ºzelliĵi en ­ok pozitif katkē veren 

ºzellik olurken, tuzluluk indislerinden olan SI5 negatif katkē vermiĸtir. 

Batē Urmiye Playasē için son örnek olan 10. test ºrneĵi i­in oluĸturulan kuvvet 

grafikleri ķekil 4.28ôde gºsterilmiĸtir. T¿m modeller ger­ek EC deĵerinden farklē 

sonu­lar vermesine karĸēn en yakēn sonucu 37.56 dS/m deĵeri ile XGBoost algoritmasē 

ROS aĸērē ºrnekleme metodu ile vermiĸtir. Ancak yine de t¿m modeller doĵru tuzluluk 

seviyesinde deĵerler tahmin etmiĸlerdir. ENDVI ve Yeĸil ºzellikleri en ­ok pozitif 

katkēyē veren ºzellikler olurken, NDVI bu test ºrneĵinde negatif katkē vermiĸtir. 
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ķekil 4.25 : Batē Urmiye Playasē 7. test ºrneĵi SHAP deĵerleri.
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ķekil 4.26 : Batē Urmiye Playasē 8. test ºrneĵi SHAP deĵerleri.
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ķekil 4.27 : Batē Urmiye Playasē 9. test ºrneĵi SHAP deĵerleri.






























































